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3.5. Ejemplo numérico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23

3.5.1. Descripción del problema . . . . . . . . . . . . . . . . . . . . . . 23
3.5.2. Resultados de la simulación . . . . . . . . . . . . . . . . . . . . 24

4. Un enfoque de aprendizaje por refuerzo 29
4.1. Arquitectura de aprendizaje por refuerzo . . . . . . . . . . . . . . . . . 29
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4.1.3. Módulo actor-cŕıtico . . . . . . . . . . . . . . . . . . . . . . . . 33

i



ii

4.2. Aprendizaje por Refuerzo para portafolio . . . . . . . . . . . . . . . . . 35
4.2.1. Reglas Adaptivas . . . . . . . . . . . . . . . . . . . . . . . . . . 35
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Resumen

La selección del portafolio se ocupa de distribuir un capital dado sobre un núme-

ro finito de oportunidades de inversión a fin de maximizar el rendimiento mientras se

minimiza el riesgo, sin embargo, las soluciones de portafolio existentes no tienen nece-

sariamente en cuenta los costos de transacción proporcionales que un agente tiene que

pagar en los mercados financieros reales cada vez que se actualiza el portafolio. Además,

en los problemas relacionados con el control de los procesos financieros (por ejemplo,

marketing, portafolio, etc.) suele ser complicado cuantificar exactamente las variables

de estado, entre otras cosas, podŕıa ser costoso adquirir el valor exacto de un estado

dado, aunque pueda ser f́ısicamente posible hacerlo, en tales casos, puede ser interesante

apoyar el proceso de toma de decisiones sobre información inexacta relacionada con el

estado del sistema. Además, para modelar la aplicación del mundo real, es necesario

calcular los valores de los parámetros del entorno (probabilidades de transición y pro-

babilidades de observación) y las funciones de recompensa, que suelen ser sintonizadas

manualmente por expertos en el campo hasta que es adquirido un valor satisfactorio,

esto da como resultado un proceso no deseado.

Para abordar estas deficiencias, en está tesis se proporciona un método iterativo

para resolver eficientemente el problema computacional del portafolio en una clase de

cadenas de Markov homogéneas, ergódicas y controlables parcialmente observables. La

principal caracteŕıstica de las cadenas de Markov parcialmente observables es que se

tiene información sobre el estado a través de un proceso de observación o medición (sa-

lidas) que están relacionados probabiĺısticamente con el estado interno del sistema. El

portafolio hace una transición aceptable de un estado dado a otro cuando las ventajas

al cambio del agente son más altas que una cierta fracción de los costos de ir a un

nuevo estado. Si se considera el problema de optimización donde el portafolio funcional

asocia los costos de ir (de un estado a otro) como penalización se obtiene un método

proximal. Es posible presentar ejemplos en los que el método proximal puede no con-

verger. Entonces, se propone un método proximal iterativo de dos pasos. En cada paso,

el algoritmo resuelve un problema de programación no lineal convexo separable que

v
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implementa el principio de Lagrange. Se transforma cada problema de programación

en un sistema de ecuaciones en formato proximal. Cada ecuación en el portafolio es un

problema de optimización para el cual la condición necesaria de un máximo/mı́nimo

se resuelve usando el método del gradiente. Mediante la iteración de los dos pasos que

implican las ecuaciones en formato proximal se obtiene un nuevo procedimiento para

resolver el problema de portafolio con los costos de transacción. En cada paso de itera-

ción del método proximal iterativo, el funcional aumenta y finalmente converge hacia

un portafolio final. El algoritmo propuesto resuelve los problemas de selección de por-

tafolio con múltiples restricciones para las cadenas de Markov parcialmente observables

(simplex, ergodicidad y observabilidad) y el portafolio de clientes. Se extiende el método

c-variable a las cadenas de Markov parcialmente observables haciendo que el problema

sea computacionalmente manejable. Los problemas con la información incompleta del

estado son más complejos que los problemas con la información completa del estado,

tanto desde el punto de vista anaĺıtico como computacional. Se presentan resultados

numéricos que muestran que el algoritmo propuesto es eficiente.

De igual manera, en está tesis se proporciona un nuevo marco en Aprendizaje por

Refuerzo (AR) para calcular el portafolio de clientes de varianza media con costos de

transacción en un Proceso de Decisión Markov Parcialmente Observable (PDMPO). La

solución está restringida al estado finito, acción, conjuntos de observación y problemas

de recompensa promedio. Para resolver este problema, se propone una arquitectura

controlador explotación-exploración, que equilibra las dif́ıciles tareas de explotación y

exploración del medio ambiente. La arquitectura consta de tres módulos: controlador,

aprendizaje de portafolio acelerado y un módulo actor-cŕıtico. Cada módulo implica

el diseño de un algoritmo de aprendizaje de Diferencia Temporal (DT) confiable, con-

vergente y estable. Se emplean tres reglas de aprendizaje diferentes para estimar los

valores reales: a) las matrices de transición π̂(j|ik)(t), b) las recompensas Ûijk(t) y c) los

recursos destinados a realizar una promoción ζ̂ı̂|k̂(t). Se presenta una prueba para la re-

gla relacionada con la matriz de transición estimada π̂(j|ik)(t) y se prueba que converge

cuando t→∞. Para resolver el problema de programación de optimización, se extiende

el método c-variable para cadenas de Markov parcialmente observables. La c-variable se

conceptualiza como una estrategia conjunta dada por el producto de la poĺıtica de con-

trol, el kernel de observación Q(s|y) y el vector de distribución estacionario. Una ventaja

importante de este procedimiento es que se puede implementar de manera eficiente para

configuraciones reales en cadenas de Markov observables parcialmente controlables. Un

ejemplo numérico ilustra los resultados del método propuesto.

Cinvestav Departamento de Control Automatico



Summary

Portfolio selection is concerned with distributing a given capital over a finite number

of investment opportunities in order to maximize return while managing/minimizing

risk, however, existing portfolio solutions do not necessarily take into account the pro-

portional transaction costs that an agent has to pay in real financial trading markets

every time the portfolio is updated. In addition, in problems involving control of fi-

nancial processes (i.e. marketing, portfolio, etc.) it is usually complicated to quantify

exactly the state variables, amongst other things, it could be expensive to acquire the

exact value of a given state, even though it may be physically possible to do so, in

such cases it may be interesting to support the decision making process on inaccurate

information pertaining to the system state. In addition, for modeling real-world ap-

plication, it is necessary to compute the values of the parameters of the environment

(transition probabilities and observation probabilities) and the reward functions, which

are typically, hand-tuned by experts in the field until it is acquired a satisfactory value,

this results in an undesired process.

To address these shortcomings, this thesis provides an iterative method to effi-

ciently solve the portfolio computational problem in a class of homogeneous, ergodic

and controllable partially observable Markov chains. The main feature of the partially

observable Markov chains is that we have information about the state through an ob-

servation or measurement process (outputs) that are probabilistically related to the

internal state of the system. The portfolio makes an acceptable transition from a given

state to another when the advantages to change of the agent are higher than some frac-

tion of costs-to-go to a new state. If we consider the optimization problem where the

portfolio functional associate the costs-to-go (from one state to another) as a penaliza-

tion we obtain a proximal method. It is possible to present examples where the proximal

method fails to converge. Then, we propose a two-step iterative proximal method. In

each step, the algorithm solves a very simple separable convex nonlinear programming

problems implementing the Lagrange principle. We transform each programming pro-

blem in a system of equations in proximal format. Each equation in the portfolio is

vii
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an optimization problem for which the necessary condition of a maximum/minimum

is solved using the gradient method. By the iteration of the two steps involving the

equations in proximal format we obtain a new procedure for solving the portfolio pro-

blem with transaction costs. At each iteration step of the iterative proximal method the

functional increases and finally converges to a final portfolio. Our algorithm solves the

portfolio selection problems with multiple constraints for partially observable Markov

chains (simplex, ergodicity and observability) and customers portfolio. We extend the

c-variable method to partially observable Markov chains making the problem compu-

tationally tractable. Problems with imperfect state information are more complex than

problems with perfect state information both from the analytical and computational

point of view. We report numerical results that show that our proposed algorithm is

efficient.

Similarly, this thesis provides a new framework in Reinforcement Learning (RL)

for computing the mean-variance customer portfolio with transaction costs in Partially

Observable Markov Decision Process (POMDP). The solution is restricted to finite sta-

te, action, observation sets and average reward problems. For solving this problem, it

is proposed a controller exploitation exploration architecture, which balance the diffi-

cult tasks of exploitation and exploration of the environment. The architecture consists

on three modules: controller, fast-tracked portfolio learning and an actor-critic module.

Each module involves the design of a reliable, convergent, and stable Temporal Differen-

ce (TD) learning algorithm in a reliable and stable manner. We employ three different

learning rules to estimate the real values: a) the transition matrices π̂(j|ik)(t), b) the

rewards Ûijk(t) and c) the resources destined for carrying out a promotion ζ̂ı̂|k̂(t). We

present a prove for the rule related to the estimated transition matrix π̂(j|ik)(t) and

we prove that it converges when t → ∞. For solving the optimization programming

problem we extend the c-variable method for partially observable Markov chains. The

c-variable is conceptualized as joint strategy given by the product of the control policy,

the observation kernel Q(s|y) and the stationary distribution vector. A major advantage

of this procedure is that it can be implemented efficiently for real settings in controllable

partially observable Markov chains. A numerical example illustrates the results of the

proposed method.

Cinvestav Departamento de Control Automatico



Caṕıtulo 1

Introducción

La investigación académica en gestión y asignación de portafolios ha tenido un

impacto significativo en muchos aspectos de la industria de servicios financieros. Mar-

kowitz [43] fue el primero en proponer un modelo matemático para el problema de

optimización de portafolio. Los portafolios de varianza media tienen como objetivo ma-

ximizar los rendimientos esperados para un determinado nivel de tolerancia al riesgo o

minimizar el riesgo de inversión mientras se logra un objetivo esperado. El equilibrio

entre estos dos factores cŕıticos juega un papel central en la teoŕıa de portafolio de

Markowitz.

En problemas de control relacionados con la industria de servicios financieros, puede

ser complicado medir con precisión algunas de las variables de segmento (estado). Por

ejemplo, después de una campaña para los procesos de marketing relacionados con

tarjetas de crédito puede ser muy costoso (en tiempo y dinero) obtener el valor exacto

del estado, aunque puede ser posible hacerlo. Entonces, en este tipo de problemas, puede

ser más eficaz y eficiente basar las decisiones en información inexacta relativa al estado

del sistema, que puede obtenerse a un costo sustancialmente menor. Un proceso de

decisión de Markov (PDM) proporciona un modelo en el que un tomador de decisiones

controla la evolución de un sistema dinámico asumiendo que el estado del sistema puede

ser completamente observado [5, 31, 56]. Un sistema completamente observable significa

que el proceso maneja el valor exacto del estado actual; esté se compone de un espacio

de estados, espacio de acción, matrices de transición de probabilidad y una función de

costo. El éxito del PDM se basa en la existencia de algoritmos eficaces para encontrar

soluciones óptimas [37, 55] para el portafolio de Markowitz [29, 59, 58]. Un PDMPO

[20] extiende el PDM a situaciones en las que los estados del sistema son observables

sólo indirectamente, a través de un conjunto de observaciones imperfectas o ruidosas. El

conjunto de observaciones consiste en todas las posibles observaciones (probabilidades)

que el proceso puede tomar en consideración. El espacio de estados, el espacio de acción y

1
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el espacio de observación están relacionados por el espacio de estados de creencias cuyos

elementos son probabilidades condicionales independientes. Mientras que las matrices de

transición de estado consisten en todas las posibles incertidumbres relacionadas con la

evolución del estado, las matrices de observación relacionan las observaciones (estados

de salida) con el verdadero estado subyacente del proceso. Entonces, el modelo de

transición ahora describe las transiciones entre creencias, en lugar de transiciones entre

estados. Este trabajo restringe la formulación del problema para cadenas de Markov

finitas, homogéneas, ergódicas y controlables parcialmente observables. El objetivo es

emplear este modelo para obtener una estrategia que produzca el costo mı́nimo sobre

un cierto número de pasos de decisión.

Se considera el caso donde el controlador tiene acceso a las observaciones yn de la

forma:
yn = G(an−1, sn, ζn), n = 1, ...N

y0 = G0(s0, ζ0)

El estado sn pertenece a un espacio dado Sn. El control an está obligado a tomar

valores de un subconjunto no vaćıo Ak del espacio de control A. La observación yn

pertenece a un espacio de observación dado Yn. El ruido de observación (o medición)

ζn pertenece a un espacio dado Zn, y se caracteriza por las medidas de probabilidad

dadas Pζ0(·|s0) y Pζn(·|sn, an−1) para n = 1, ..., N que pueden depender expĺıcitamente

del estado sn y del control an−1 pero no de las perturbaciones de observación previas

ζ0, ζ1, ..., ζn o de ninguna de las perturbaciones ξ0, ξ1, ..., ξn que son el proceso de per-

turbación de estado. Además, la medida de probabilidad Pξn(·|sn, an) depende expĺıci-

tamente del estado sn y del control an, pero no de perturbaciones de estado previas

ξ0, ξ1, ..., ξn.

Una diferencia importante entre el problema de control parcialmente observable y

el problema completamente observable es que las poĺıticas para el problema de con-

trol parcialmente observable se definen en términos de las historias observables (y0, a0,

y1, a1, ...) y no en términos del proceso de estado (no observable) {sn}.

Los PDMPOs proporcionan un sofisticado marco matemático para modelar procesos

de decisión complejos. Sin embargo, las ventajas de modelado de los PDMPOs requieren

algoritmos para resolver óptimamente el problema que tiene la desventaja de ser dif́ıcil

de resolver. Las encuestas de las técnicas de solución y aplicaciones del modelo se

presentan en [44, 69, 51]. La principal fuente de dificultad para resolver este problema se

refiere al vector de creencias, que es el vector de un sistema de N−estados perteneciente

al simplex (N−1)-dimensional (basado en probabilidades condicionales independientes

del estado del sistema). Papadimitriou y Tsitsiklis [45] investigaron la complejidad

Cinvestav Departamento de Control Automático



Introducción 3

del problema PDMPO mostrando que encontrar poĺıticas óptimas para PDMPOs de

horizonte finito es PSPACE-completo. Madani et al. [42] investigó la computabilidad de

los problemas en la planificación probabiĺıstica y los procesos de decisión de Markov de

horizonte infinito parcialmente observables que demuestran que la existencia de poĺıticas

óptimas para PDMPO de horizonte infinito es indecidible.

Sondik [62] y Smallwood y Sondik [61] desarrollaron algoritmos convencionales de

optimización basados en el hecho de que la función de valor (sobre los vectores de creen-

cias) es lineal y convexa por piezas que tiene importantes complicaciones para encontrar

métodos computacionalmente manejables tanto para horizontes finitos como infinitos.

Sondik [63] propuso aproximaciones a poĺıticas estacionarias basadas en poĺıticas fini-

tariamente transitorias que muestran que el casco cóncavo de una aproximación puede

ser incluido en el conocido algoritmo Howard de mejora de poĺıticas con convergencia

posterior. White [67, 68] introdujo un método que proporciona condiciones suficientes

para que las funciones de valor y las poĺıticas óptimas sean monótonas para PDMPO.

Platzman [50] sugirió un algoritmo de iteración de poĺıticas basado en poĺıticas de me-

moria finita, restringió la atención a un modelo de máquina de estado finito en el que

las observaciones corresponden a entradas y acciones a salidas, donde el hecho principal

es que la función de valor para ejecutar una estrategia desde algún estado de memoria

es lineal. Cheng [15] sugirió un algoritmo incremental que construye sistemáticamente

las funciones de valor. Lovejoy [41] mejoró la idea presentada en [15]. Cassandra et

al. [13] presentó un algoritmo de testigos (los puntos de creencia se llaman a menudo

puntos de testigos) para encontrar estrategias de control óptimas o casi óptimas centra-

das en vectores de creencias que pueden identificar una pieza que falta de una función

de valor. Cassandra et al. [14] examinó las variaciones del método de poda incremen-

tal y las comparó con algoritmos anteriores desde perspectivas teóricas y emṕıricas.

Feng y Zilberstein [22] sugirieron una mejora al algoritmo de poda incremental para

resolver cadenas de Markov parcialmente observables dividiendo el espacio de creencias

en regiones más pequeñas y realizando podas independientes en cada región. Zhang

[71] presentó un marco basado en vectores futuro-recompensa asociados con las poĺıti-

cas futuras que establecen una conexión entre el problema de las cadenas de Markov

parcialmente observables y problemas de geometŕıa computacional.

El desarrollo de algoritmos eficaces de exploración exploratoria en PDMPOs es un

problema abierto. Perkins [47] presentó un método computacionalmente eficiente de

Monte-Carlo para la estimación de la acción-valor que prueba la convergencia a las

poĺıticas sin memoria localmente óptimas. Las técnicas bayesianas de AR muestran po-

tencial en el modelado de PDMPOs en el sentido de que presentan métodos integrales
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para explorar y explotar modelos. Poupart [52] extendió el trabajo presentado en [53],

adaptando el algoritmo para el método Bayesiano AR en PDMs a PDMPOs. Ross [57]

sugirió un modelo de PDMPO adaptable de Bayes que extiende los PDM adaptativos

de Bayes propuestos por Duff [21], que equilibran impĺıcitamente los procesos de ex-

ploración y explotación. Los métodos de gradiente de poĺıticas han sido aplicados con

éxito en la resolución de PDMPOs: estos algoritmos no requieren estimar un estado

de creencia optimizando la poĺıtica realizando un ascenso de gradiente en el espacio de

parámetros [1, 48, 49]. Métodos alternativos para resolver PDMPOs emplean métodos

de búsqueda de poĺıticas [3, 26, 27] que muestran eficientes técnicas de exploración-

explotación que logran un pequeño arrepentimiento. Guo [28] desarrolló un método en

el que el agente ejecuta una poĺıtica aleatoria hasta que recoge un número suficiente de

muestras y luego estima los parámetros del modelo para obtener una poĺıtica óptima

dada el modelo estimado.

Los algoritmos AR a menudo necesitan lidiar con problemas de observabilidad par-

cial que surgen naturalmente en las tareas del mundo real, como el problema del por-

tafolio de Markowitz [58, 9]. Esta tesis se relaciona con la literatura sobre selección de

portafolio bajo información incompleta (véase [46]). Bremaud [10] considera el proble-

ma de portafolio con información incompleta y procesos de salto. Honda [30] sugirió

una solución al problema de portafolio considerando reǵımenes no observables. Calle-

garo [12] estudió el problema de la maximización de la utilidad esperada de la riqueza

terminal para las funciones de utilidad logaŕıtmica y energética en un modelo de mer-

cado que conduce a procesos puramente discontinuos considerando este problema como

un problema de control estocástico tanto bajo información completa como incompleta.

Bauerle [11] presentó una solución de portafolio suponiendo que la dinámica del proceso

de precios de las acciones permite saltos que se producen de acuerdo con un proceso

de Poisson modulado por Markov. Pero el inversor es capaz de observar el proceso de

precios de las acciones y no la cadena de conducción de Markov. El uso de la teoŕıa

del filtro redujo el problema con una observación parcial con una observación completa.

Liu [39] resolvió el problema de inversión de consumo de un agente con una función

de preferencia de aversión relativa relativa constante con información ruidosa sobre las

perspectivas futuras de una acción cuantificando el valor de la información en la elec-

ción de portafolio dentro de un modelo de difusión. Bjork [6] presentó un modelo para

calcular estrategias óptimas de inversión bajo información parcial suponiendo que los

precios de los activos siguen los procesos de difusión. Frey [23] consideró un modelo de

precios reducidos para los derivados de crédito, donde el proceso no es directamente

observable para los inversores en mercados secundarios. Liu [38] mejoró los resultados
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presentados por Honda [30] incluyendo los inversionistas aversos a la ambigüedad. Frey

[24] propuso un enfoque basado en la información para modelar la evolución dinámica

de un portafolio de valores de riesgo de crédito donde los precios de mercado de los

derivados de crédito negociados se dan por la solución de un problema de filtrado no

lineal.

1.1. Obras relacionadas

La mayoŕıa de las estrategias de asignación de portafolio no tienen en cuenta los

costos, especialmente, los costos de transacción los cuales producen que el problema

se vuelve intratable [36]. Los costos de transacción son una cuestión importante en

los mercados financieros y están presentes en casi todos los problemas de comercio

financiero. Cuando un problema considera los costos de transacción en su solución,

las estrategias resultantes son muy diferentes. Resolver el problema de portafolio que

implica los costos de transacción sigue siendo un problema abierto que deben abordar

los investigadores y practicantes.

Blum y Kalai [7, 8] proporcionaron un análisis simple que naturalmente se extien-

de al caso de un porcentaje fijo de costo de transacción. Lobo et al. [40] resolvió el

problema de los costos de transacción fijos proponiendo un algoritmo heuŕıstico para

maximizar el rendimiento esperado del portafolio considerando diferentes restricciones.

Györfi y Vajda [29] investigaron estrategias de inversión secuencial para los mercados

financieros de tal forma que se permita a las estrategias utilizar la información reco-

lectada del pasado del mercado y determinar, al inicio de un peŕıodo de negociación,

un portafolio donde si no hay costo de transacción y los precios relativos forman un

proceso estacionario y ergódico, la mejor estrategia puede ser construida con conoci-

miento pleno de la distribución de todo el proceso. Baule [4] analizó el problema de

optimización resultante al reformularlo como la minimización de la suma de dos tipos

de costos: los costos de transacción y los costos de riesgo. Kozat y Singer [34] investiga-

ron estrategias de inversión que pueden rebalancea sus vectores de portafolio objetivo

en periodos de inversión arbitrarios que evitan el rebalanceo si los costos de transacción

superan los beneficios del rebalanceo. Das et al. [18] presentó un algoritmo en ĺınea

basado en primal-dual que realiza actualizaciones perezosas al vector de parámetros

y mostró que su rendimiento es competitivo con estrategias razonables que tienen el

beneficio de la retrospectiva. Además, demostraron la eficacia del algoritmo en el do-

minio de selección de portafolio en ĺınea donde un comerciante tiene que pagar costos

de transacción proporcionales cada vez que su portafolio se actualiza. Das et al. [19]
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propuso un algoritmo de selección de portafolio en ĺınea que puede aprovechar la in-

formación del sector mediante el uso de un grupo que induce al regularizador mientras

realiza actualizaciones perezosas en el portafolio. Las actualizaciones perezosas evitan

cambiar el portafolio demasiado a menudo, lo que de lo contrario podŕıa incurrir en

enormes costos de transacción. Shen et al. [60] propuso un portafolio regularizado do-

blemente que combina sinérgicamente dos condiciones de penalización con los modelos

clásicos de minimización de riesgo. Huang et al. [32] investigó un enfoque de estrategias

de inversión que rebalancea su portafolio sólo en algunos instantes seleccionados. Ellos

diseñaron una estrategia de selección de portafolio en ĺınea denominada estrategia de

portafolio semi-universal bajo el costo de transacción, que intenta evitar el rebalanceo

cuando el costo de la transacción supera el beneficio de la negociación. Huang et al. [33]

presentó un enfoque que explora el fenómeno de reversión mediante el uso de estima-

dores L1-median robustos y diseñar una estrategia de selección de portafolio en ĺınea

denominada Robust Median Reversion, que construye portafolios óptimos basados en

el estimador de reversión mejorado. El algoritmo presentado anteriormente tiene algo-

ritmos que manejan una alta complejidad computacional que los hace poco prácticos

en los escenarios del mundo real. Vanlia et al. [66] investigó el problema de selección

de portafolio desde una perspectiva de procesamiento de señal, demostrando que bajo

el marco de rebalanceo de umbral, el conjunto de portafolios alcanzables forma una

cadena de Markov irreducible bajo condiciones técnicas suaves.

1.2. Motivación de la tesis

La caracteŕıstica principal de las cadenas de Markov parcialmente observables es

que un estado s del sistema no puede ser observado directamente por el controlador.

En cambio, se tiene información sobre el estado s a través de un proceso de observación

o medición y (salidas) que están relacionados probabiĺısticamente con el estado interno

del sistema. Los problemas con la información imperfecta del estado son más complejos

que los problemas con la información perfecta del estado, tanto desde el punto de vista

anaĺıtico como computacional. Los sistemas de control estocástico con información de

estado parcial se han aplicado en diferentes áreas como la medicina, marketing, inge-

nieŕıa, economı́a, seguridad, entre otros; es por esto que los PDMPOs han recibido una

atención significativa en diversas áreas de aplicación [35, 64, 72]. Sin embargo, para

modelar la aplicación del mundo real es necesario calcular los valores de los parámetros

del entorno (probabilidades de transición y probabilidades de observación) y las funcio-

nes de recompensa que suelen ser sintonizadas manualmente por expertos en el campo
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Introducción 7

hasta que se adquiere un valor satisfactorio, lo cuál produce un proceso no deseado; por

lo tanto, un método adaptativo se considera necesario para resolver estos problemas.

1.3. Objetivo de la tesis

Desarrollar técnicas para resolver el problema de optimización de portafolio de

clientes de varianza media con costos de transacción involucrando estados parcialmente

observables.

1.4. Metas principales

(i) Desarrollar un nuevo método para resolver los problemas de portafolio de clientes

de varianza media con costos de transacción en cadenas de Markov parcialmente

observables.

(ii) Desarrollar un algoritmo de aprendizaje por refuerzo profundo equilibrando las

dif́ıciles tareas de explotación y exploración del medio ambiente para calcular los

costos de transacción del portafolio de clientes de varianza media en PDMPO.

1.5. Resultados de la tesis

En está tesis se limita el problema de control óptimo a una clase de cadenas de

Markov homogéneas, ergódicas y controlables parcialmente observables considerando

estados finitos, acción, conjuntos de observación y problemas de recompensa promedio,

obteniendo los siguientes resultados:

(i) Un nuevo método para resolver los problemas de portafolio con costos de tran-

sacción.

(ii) Una nueva arquitectura de control de aprendizaje por refuerzo explotación-exploración

para resolver el portafolio Markovwitz de clientes de varianza media con informa-

ción incompleta.

1.6. Estructura de la tesis

El contenido de esta tesis está distribuido en cinco caṕıtulos y se explica a conti-

nuación. En el Caṕıtulo 2 se presentan los antecedentes necesarios para comprender de
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8 Caṕıtulo 1

mejor manera el resto de este trabajo. En el Caṕıtulo 3 se presenta el modelo de porta-

folio de Markowitz con costos de transacción y una extensión del método de c-variable

para PDMPO, de igual manera se presenta el método de solver para el modelo de por-

tafolio Markowitz con costos de transacción y se da un ejemplo numérico que demuestra

la utilidad del método. En el Caṕıtulo 4 se propuso una arquitectura de aprendizaje

por refuerzo basada en tres módulos: controlador, aprendizaje de portafolio acelerada

y actor-cŕıtico, se describe un método AR para calcular las reglas adaptativas ópti-

mas en PDMPO y se da un ejemplo numérico. Finalmente, el Caṕıtulo 5 muestra las

conclusiones y describe el trabajo futuro a desarrollar.
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Caṕıtulo 2

Preliminares

2.1. Cadenas de Markov completamente observa-

bles

En está sección se presenta el estado finito y el espacio de acción para cadenas de

Markov completamente observables.

Se define un espacio de probabilidad (Ω,F ,P) donde Ω es un conjunto de eventos

elementales, F es el mı́nimo σ−álgebra de los subconjuntos de Ω, y P es una medida

probabiĺıstica dada definida para cualquier A ∈ F . Se considera también la secuencia

natural n = 1, 2, ... como argumento de tiempo. Sea S un conjunto finito formado por

estados {s1, . . . , sN}, N ∈ N, denominado espacio de estados. Una cadena de Markov

estacionaria [55, 17] es una secuencia de variables aleatorias S-valoradas s(n), n ∈ N,

satisfaciendo la condición de Markov :

P (s(n+ 1) = s(j)|s(n) = s(i), s(n− 1) = s(in−1), . . . , s(1) = s(i1))

= P
(
s(n+ 1) = s(j)|s(n) = s(i)

)
=: π(ij)

(2.1)

Las variables aleatorias s(n) se definen en el espacio de probabilidad (Ω,F ,P) y toman

valores en S. Se supone que el proceso estocástico {s(n), n ∈ N} es una cadena de

Markov. La cadena de Markov puede representarse por un gráfico completo cuyos nodos

son los estados, donde cada borde (s(i), s(j)) ∈ S2 está etiquetado por la probabilidad

de transición (2.1). La matriz Π = (π(ij))(s(i),s(j))∈S ∈ [0, 1]N×N determina la evolución

de la cadena: para cada n ∈ N, la potencia Πn tiene en cada entrada (s(i), s(j)) la

probabilidad de pasar del estado s(i) al estado s(j) en exactamente n pasos.

Una cadena de Markov controlable, finita y homogénea [55] es una 4-tupla:

MC = {S,A,K,Π} (2.2)

9



10 Caṕıtulo 2

donde: S es un conjunto finito de estados, S ⊂ N, A es el conjunto de acciones, que

es un espacio métrico. Para cada s ∈ S, A(s) ⊂ A es el conjunto no vaćıo de acciones

admisibles en el estado s ∈ S (sin pérdida de generalidad se puede tomar A= ∪s∈SA(s)),

K = {(s, a)|s ∈ S, a ∈ A(s)} es el conjunto de pares admisibles de estado-acción, que es

un subconjunto finito de S×A, Π =
[
π(j|ik)

]
es un kernel estocástico que representa una

matriz de transición estacionaria controlada, donde π(j|ik) ≡ P (s(n + 1) = s(j)|s(n) =

s(i), a(n) = a(k)) es la probabilidad asociada con la transición del estado s(i) al estado

s(j) bajo una acción a(k) ∈ A(s(i)), k = 1, . . . , K, K ∈ N.

Un Proceso de Decisión de Markov es un par PDM = {MC,U} donde MC es una

cadena de Markov controlable (2.2) y U : S×K→ R es una función de costo, asociando

a cada estado un valor real.

Se dice que la propiedad Markov del proceso de decisión PDM se cumple si:

P (s(n+ 1) = s(j)|(s(1), s(2), . . . , s(n− 1)), s(n) = s(i), a(n) = a(k))

= P (s(n+ 1) = s(j)|s(n) = s(i), a(n) = a(k))

En este caso el proceso descrito por una cadena de Markov está completamente

dado por π(j|ik) y el vector de distribución inicial P
(
s(n)=s(i)

)
= Pi tal que:

Pi ∈ SN , i = 1, ..., N

donde:

SN =

{
s ∈ RN :

N∑
i=1

P (s(i)) = 1, P (s(i)) ≥ 0, i = 1, ..., N

}
La estrategia (poĺıtica):

dk|i = P (a(n) = ak|s(n) = si)

representa la medida de probabilidad asociada con la ocurrencia de una acción a(n) = ak

del estado s(n) = si. La probabilidad de ir al siguiente estado es la siguiente:

P (s(n+ 1) = sj|s(n) = si) =
K∑
k=1

P (s(n+ 1) = sj|s(n) = si, a(n) = ak) dk|i

P (s(n+ 1) = sj|s(n) = si) =
K∑
k=1

πij|kdk|i

Para este caso, la función de utilidad U de cualquier poĺıtica fija d se define sobre

todas las posibles combinaciones de estados y acciones, e indica el valor esperado al

tomar la acción a en el estado s y después de la poĺıtica d. Los valores de U para todos
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los estados de PDM = {MC,U} pueden ser expresados por:

E (U(s(n+ 1)|d(n))) :=
M∑
j=1

N∑
i=1

K∑
k=1

U (s(n+ 1) = sj|s(n) = si, a(n) = ak) ·

πij|kdk|iP (s(n) = si)

donde U (s(n+ 1) = sj|s(n) = si, a(n) = ak) es una constante en el estado si cuando

se aplica la acción ak (sin pérdida de generalidad se puede suponer que es positiva) y

P (s(n)) para cualquier P (s(0)) dado se define como sigue:

P (s(n+ 1) = sj) =
N∑
i=1

(
K∑
k=1

πij|kdk|i

)
P (s(n) = si)

En el caso ergódico, con el que se trata, estas probabilidades convergen exponencial-

mente rápidamente a las distribuciones estacionarias, esto es, P (s(n) = si) →n→∞

P (s = si).

2.2. Cadenas de Markov parcialmente observables

En está sección se presenta el estado finito y el espacio de acción para cadenas de

Markov parcialmente observables.

Se considera el caso donde el proceso no es directamente observable. Es decir, la

realización de s(n) no es determinable con certeza en el momento n.

Se asocia con S el conjunto de observación Y que toma valores en un espacio

finito {1, ...,M} , M ∈ N. El proceso estocástico {y(n), n ∈ N} se denomina proceso de

observación. Observando y(n) en el momento n se obtiene información sobre el valor

verdadero de s(n). Si s(n) = s(i) y y(n) = ym se tendrá una probabilidad:

q(m|i) := P (y(n) = y(m)|s(n) = s(i)), m = 1,M, i = 1, N (2.3)

que denota la relación entre el estado y la observación. El kernel de observación es un

núcleo estocástico en Y dado por Q = [qm|i]m=1,M,i=1,N .

Definición 2.1. Un proceso de decisión Markov parcialmente observable controlable

(PDMPO) es una tupla

PDMPO = {MC,Y,Q,Q0, P, U} (2.4)

donde:
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- MC está definido en la ecuación (2.2).

- Y es el conjunto de observación, que toma valores en un espacio finito {1, ...,M};
M ∈ N.

- Q = [qm|i]m=1,M, i=1,N denota el kernel de observación en un kernel estocástico en

Y ; tal que
∑

m qm|i = 1.

- P es la distribución inicial.

- Uimk es la función de recompensa en un solo paso, U : S × Q × A → R, es la

función de recompensa esperada inmediata en el momento n dado el estado s(i),

el estado de observación ym, cuando se toma la acción a(k) ∈ A(s(i), y(m)).

La función de recompensa de un paso Uik podŕıa depender del estado actual s(i), el

siguiente estado s(j) y la acción a(k) tomada donde Uijmk : S × S ×Q× A→ R es una

función acotada.

Una realización del sistema parcialmente observable en el tiempo n está dada

por (s0, y0, a0, s1, y1, a1, ...) ∈ Ω := (SY A)∞ donde s0 tiene un distribución dada

P
(
s(0)=s(0)

)
y {an} es una secuencia de control en A determinada por una poĺıtica de

control. Para definir una poĺıtica no se puede usar los estados s0, s1, ... (no observables).

Entonces, se introducen las historias observables h0 := (p, y0) ∈ H0 y:

hn := (s0, y0, a0, ..., yn−1, an−1, yn) ∈ Hn para toda n ≥ 1

donde Hn := Hn−1AY si n ≥ 1. Entonces una poĺıtica para cadenas de Markov parcial-

mente observables (POMC) se define como una secuencia
{
d(k|m)(n)

}
tal que, para cada

n, d(k|m)(n) es un kernel estocástico en A dado Hn. El conjunto de todas las poĺıticas

se denotan con D.

Una poĺıtica d(k|m)(n) ∈ D y una distribución inicial P
(
s(0)=s(0)

)
, denotada tam-

bién como P0, junto con los kernels estocásticos Π, Q y Q0 determinan en el espacio Ω

todas las realizaciones posibles del POMC.

Una secuencia de matrices estocásticas aleatorias D =
{
d(k|m)(n)

}
k=1,K, m=1,M

se

dice que es una estrategia de control aleatorio si:

1. Es causal, es decir, d(k|m)(n) =
[
d(k|m)(n)

]
es Fn−1-medible, donde:

Fn−1 := σ(s(1), y(1), a(1), d(1); ...; s(n− 1), y(n− 1), a(n− 1), d(n− 1))

es la σ−algebra generada por (s(1), y(1), a(1), d(1); ...; s(n − 1), y(n − 1), a(n −
1), d(n− 1)),
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2. Las variables aleatorias (a(1), ..., a(n − 1)) representan las realizaciones de las

acciones de control, tomando valores en el conjunto finito A = {a1, ..., aK} y

satisface la siguiente propiedad:

d(k|m)(n) ≡ P (a(n) = a(k)|y(n) = y(m) ∧ Fn−1) > 0 (2.5)

que representa la medida de probabilidad asociada con la ocurrencia de una acción

a(n) del estado observable y(n) = y(m). Tal que:∑
k

d(k|m) = 1 y d(k|m) ≥ 0, m = 1, ...,M

Se denota por Σ la clase de todas las estrategias aleatorias D, es decir:

Σ =
{
d(k|m)(n)

}
Considerando la ecuación (2.5), para cualquier estrategia fija D =

{
d(k|m)(n)

}
∈ Σ

se puede definir:

Π(d(k|m)(n)) = P
(
s(n+ 1) = s(j)|s(n) = s(i)

)
=

K∑
k=1

M∑
m=1

P
(
s(n+ 1) = s(j)|s(n) = s(i), a(n) = a(k)

)
d(k|m)(n)

que representa la probabilidad de moverse de los estados s(j) al estado s(i) bajo la

estrategia mixta aplicada d(k|m)(n).

Algunas subclases importantes de estrategias de control pueden ser consideradas:

- La clase Σs de todas las estrategias estacionarias aleatorias (independientes en el

tiempo) D, es decir:

Σs =
{{
d(k|m)(n)

}
: d(k|m)(n) = d(k|m)

}
- La clase Σ+ de todas las estrategias estacionarias aleatorias y no generadas D, es

decir:

Σ+ =
{{
d(k|m)(n)

}
: d(k|m)(n) = d(k|m))

}
k=1,K;m=1,M

Es evidente que Σ+ ⊆ Σs ⊆ Σ.

En el caso donde la información no es directamente observable, la dinámica de

la cadena de Markov de tiempo continuo parcialmente observable se describe como

sigue. En el momento n = 0, el estado inicial (no observable) s0 tiene una distribución
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a priori dada P , y la observación inicial y0 se genera de acuerdo con el kernel de

observación inicial Q0(s0|y0). Si en el momento n el estado del sistema es s(n) y se

aplica el control a(n) ∈ A, entonces cada estrategia está permitida al azar, con la

distribución d(k|m)(n), sobre las elecciones de acción pura a(n) ∈ A (s(n)), m = 1,M y

k = 1, K. Estas elecciones inducen costos inmediatos Uik. El sistema intenta minimizar

la recompensa correspondiente en un solo paso. A continuación, el sistema pasa al

estado nuevo s(n) = s(i) de acuerdo con las probabilidades de transición Π(d(k|m)(n)),

m = 1,M y k = 1, K. Entonces, la observación y(n) es generada por el kernel de

observación Q(s(n)|y(n)). Con base en la recompensa obtenida, el sistema la adapta la

siguiente selección de las acciones de control.

Dentro de la clase Σs de todas las estrategias estacionarias y considerando las cade-

nas de Markov ergódicas [17], para cualquier colección fija de estrategias estacionarias

d(k|m)(n) = d(k|m) se tiene:

P
(
s(n+ 1)=s(j)

)
→ P

(
s(j)

)
, n→∞

es decir, en el caso ergódico cuando la cadena de Markov es ergódica para cualquier

estrategia estacionaria d(k|i) las distribuciones P
(
s(j)

)
convergen exponencialmente rápi-

damente a sus ĺımites P
(
s(i)

)
= P(i) satisfaciendo:

P
(
s(j)

)
=

N∑
i=1

(
M∑
k=1

π(j|ik)d(k|m)q(m|i)

)
P
(
s(i)

)
(2.6)

Obviamente, P
(
s(j)

)
es una función de d(k|m). La función de recompensa viene dada

por los valores W(imk), de modo que la recompensa media U en el régimen estacionario

puede expresarse como:

U(d) :=
M∑
m=1

N∑
i=1

N∑
j=1

K∑
k=1

U (ijmk)π(j|i,k)q(m|i)d(k|m)P(i)

=
M∑
m=1

N∑
i=1

K∑
k=1

W(imk)q(m|i)d(k|m)P(i)

(2.7)

donde:

W(imk) =
∑
j

U (ijmk)π(j|ik)

y q(m|i) esta definido en la Ecuación (2.3).

Una poĺıtica
{
d(k|m)

}
maximiza la esperanza matemática condicional de la función
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Preliminares 15

de recompensa U(d(k|m)) bajo la condición de que la historia del proceso:

Fn := {D0, P {s(0) = sj}j=1,N ; . . . ;Dn−1, P {s(n) = sj}j=1,N}

es fija y no puede ser cambiada. La regla de optimización condicional es:

dn := arg máx
dn∈D

E
{
U(d(k|m)) | Fn

}
(2.8)

donde U(d(k|m)(n)) es la función de recompensa en el estado observable y(n+ 1).

Comentario 2.1. Se limita al caso en el que Q = [qm|i]m=1,M, j=1,N y Uijk : S×S×A→
R.
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Caṕıtulo 3

Cálculo de portafolio de clientes de
varianza media con costos de
transacción en cadenas de Markov
parcialmente observables

3.1. Modelo de portafolio de Markowitz con costos

de transacción

3.1.1. Costos de transacción

Se denota X ⊆ Rn un conjunto de activos. Considere un portafolio con n activos

diferentes donde el activo xi dará el rendimiento R(xi). Sea V (xi) la varianza corres-

pondiente. Se define el portafolio de Markowitz [43] como una función:

f(x) := R(x)− ξ

2
V (x)→ máx

x∈X

donde ξ es la aversión al riesgo. Se define el comportamiento de un agente como una

secuencia (xn)n∈N donde hay posibles cambios de estado (segmento) xj 6= xi o restos

en el mismo estado xj = xi. Entonces, en cada paso n ∈ N el agente decide cambiar o

permanecer en un estado xi ∈ X. La función f representa la función de utilidad que

determina la decisión de moverse de xi. Un costo para ir se define como una función

Λ : X × X → R que puede interpretarse como una función de distancia donde si

Λ(xi, xj) = κ(xi, xj) se tiene que κ(xi, xj) = 0 si xj = xi o κ(xi, xj) > 0 si xj < xi. En

general, la función de costo de ir puede reexpresarse como Λ(xi, xj) := t(xi, xj)κ(xi, xj),

donde t(xi, xj) ≥ 0 es el tiempo empleado para pasar de xi a xj y κ(xi, xj) es la función

16
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de costo de ir en un solo paso. En el caso más simple (separable) f(xj)− f(xi) ≥ 0 es

la ventaja de cambiar de xi a xj dado t(xj) > 0 el tiempo empleado para beneficiarse

de esta ventaja, y ω(xi) el peso que el agente pone en sus ventajas de cambiar. Aśı,

las ventajas de cambiar de xi a xj son dadas por A(xi, xj) = ω(xi)t(xj) (f(xj)− f(xi)).

Con el fin de simplificar el modelo se considera ω(xi) = t(xj) = t(xi, xj) = 1.

La dinámica del modelo de costo para ir es la siguiente. En cada paso, el agente

considera cambiar de xi a xj, xi, xj ∈ X. Una transición de xi a xj es aceptable si las

ventajas de cambiar A(xi, xj) de xi a xj se determinan por el grado de aceptabilidad

α(xi) ∈ [0, 1] de los costos para mover Λ(xi, xj) desde xi hasta xj. Entonces, se tiene

que el costo general para ir se define por:

G(xi) = {xj ∈ X : f(xj)− f(xi) ≥ α(xi)κ(xi, xj)}

Se puede asociar a esta relación una dinámica discreta en X cuyas trayectorias

(xn)n∈N satisfacen que xn+1 ∈ G(xn). Entonces, en este contexto se define una función

de utilidad f : X×X → R tal que el impacto de la experiencia en la utilidad es constante

y se limita al elemento más reciente xn en la trayectoria (xn)n∈N. Además, las ventajas

de cambiar A(xn, xn+1) se determinan por el grado de aceptabilidad αn(xn) ∈ [0, 1] de

los costos para mover Λ(xn, xn+1). Por lo tanto, el criterio de aceptación para cambiar o

mantener el proceso satisface la condición f(xn+1)− f(xn) ≥ αn(xn)κ(xn, xn+1). Dado

el criterio de aceptación final para cambiar existe una transición de un paso desde

cualquier estado inicial x0 hasta el final x∗. El estado es estable, {xn}n∈N → x∗. Estos

algoritmos están ligados naturalmente con varios algoritmos clásicos de optimización.

Esto es tomando κ(x, x∗) = ‖x− x∗‖2 y la utilidad f(x) se tiene que en el formato

proximal esta relación puede expresarse como:

x∗ = arg máx
x∈X

{
γf(x)− α‖x− x∗‖2

}
(3.1)

donde la solución x∗ depende de los pequeños parámetros α, γ > 0. En el formato de

iteración, se dice que el punto final x∗ del proceso considerado es estacionario, lo que

significa que x∗ ∈ G(xn). Entonces, fijando xn = x y tomando κ(x, xn+1) = ‖x− xn+1‖2

y f(xn+1) − f(xn) como f(xn+1) se tiene que la Ecuación (3.1) se puede representar

como sigue

xn+1 ∈ arg máx
x∈X

{
γnf(xn+1)− αn ‖x− xn+1‖2} (3.2)

Comentario 3.1. Es posible encontrar ejemplos en los que el problema de la Ecuación

(3.2) no converge ([2]).

Cinvestav Departamento de Control Automático
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3.1.2. Modelo de portafolio de Markowitz

El modelo de portafolio clásico de clientes de varianza media de Markowitz [43]

se define como sigue. La recompensa R de un portafolio de clientes se calcula como la

suma de la red ponderada que presenta el valor U como sigue:

R(υ, c) =
M∑
m=1

N∑
i=1

K∑
k=1

N∑
j=1

Uij|kπj|ikq(m|i)υi|kdk|iP (si)

=
M∑
m=1

N∑
i=1

K∑
k=1

Wi|kυi|kci|mk → máx
υ∈Υadm
c∈Cadm

donde υi|k es el número de clientes en el estado i aplicando la acción k, 0 ≤ υi|k,

Wi|k :=
N∑
j=1

Uij|kπj|ik

y c :=
[
ci|mk

]
i=1,N ;m=1,M ;k=1,K

se define como la poĺıtica conjunta definida como una

matriz con elementos (véase la Sección 3.2 para recuperar variables):

c(i|mk) = d(k|m)q(m|i)P(i) (3.3)

y υi|k satisfaciendo:

υ ∈ Υadm=


υ = [υi|k]i=1,N, k=1,K :

N∑
i=1

K∑
k=1

υi|k ≤ υ+,

υi|k∈ [ε, υ+] , ε > 0

(3.4)

donde ε > 0 se introduce para evitar divisiones por 0 y υ+ denota el número máximo

de clientes.

El problema de optimización del portafolio de clientes intenta maximizar el valor

medio R(υ, c) generado por todos los clientes mientras se minimiza la varianza V (υ, c):

V (υ, c) :=
M∑
m=1

N∑
i=1

K∑
k=1

[
υi|kWi|k −R(υ, c)

]2
ci|mk

=
M∑
m=1

N∑
i=1

K∑
k=1

υ2
i|kW

2
i|kci|mk −R2(υ, c) → mı́n

υ∈Υadm
c∈Cadm

El problema resultante de la optimización de portafolio de clientes de Markowitz
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incluye la tolerancia al riesgo y se representa de la siguiente manera:

f(υ, c) := R(υ, c)− ξ

2
V (υ, c)→ máx

υ∈Υadm
c∈Cadm

(3.5)

donde ξ es el parámetro de aversión al riesgo.

Además, se considera que los valores de υ y c maximizan la función objetivo (3.5)

sujeto a las siguientes restricciones:

M∑
m=1

N∑
i=1

K∑
k=1

υi|kci|mkζi|k ≤ bineq (3.6)

donde ζi|k ≥ 0 son los recursos destinados a realizar en el estado si una promoción ak.

Se asume un costo de transacción proporcional simétrico. Se define el comporta-

miento de un agente como una secuencia (s(n))n∈N donde existen posibles cambios de

estado (segmento) sj 6= si (s(n) = s(i)) o restos en el mismo estado sj = si. Entonces, en

cada paso n ∈ N el agente decide cambiar o permanecer es un estado si ∈ S. La función

f representa el funcional que determina la decisión de moverse desde si. Las ventajas de

cambiar están determinadas por el grado de aceptabilidad γn(s(n)) ∈ [0, 1]. Entonces,

fijando sn = s y tomando el costo como una penalización para la forma evolutiva si a

sj por cada i y j como ‖c− cn‖2 entonces se tiene que:

cn+1 ∈ arg máx
c∈Cadm

{
f(υ, c)− γn ‖c− cn‖2}

Del mismo modo, para υ se tiene:

υn+1 ∈ arg máx
υ∈Υadm

{
f(υ, c)− γn ‖υ − υn‖2}

3.2. Método c-variable para PDMPO

El cambio de variable, que se sugiere a continuación, simplifica significativamente

la representación de las funciones de costo que convierten la función no lineal impĺıcita

U(d(k|m)) en una polilineal.

Siguiendo [17, 55, 65], una matriz de elementos c :=
[
c(i|mk)

]
i=1,N ;m=1,M ;k=1,K

de

acuerdo con la siguiente fórmula:

c(i|mk) = d(k|m)q(m|i)P(i) (3.7)
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20 Caṕıtulo 3

En términos de c-variable la función de recompensa U se convierte en:

U(c(i|mk)) =
M∑
m=1

N∑
i=1

K∑
k=1

W(ik)c(i|mk)

Las estrategias admisibles (c(i|mk) ∈ Cadm) estarán limitadas por los siguientes requisi-

tos:

- Cada matriz c(i|mk) representa una estrategia mixta estacionaria, y, por lo tanto,
pertenece al simplex SNMK definido por:

SNMK =

{
c(i|mk) ∈ RNMK

∣∣∣∣ M∑
m=1

N∑
i=1

K∑
k=1

c(i|mk)=1, c(i|mk)≥0, m = 1, ...,M

}
(3.8)

y
∑
k

c(i|mk) =
∑
k

d(k|m)q(m|i)P(i)> 0.

- La variable de estrategia conjunta c(i|mk) satisface las restricciones de ergodicidad
(2.6) y, por tanto, pertenece al conjunto convexo, cerrado y acotado:

E =

{
c(i|mk) ∈ RNMK

∣∣∣∣ M∑
m=1

N∑
i=1

K∑
k=1

π(j|ik)c(i|mk)−
N∑
j=1

c(j|mk) = 0,
∑

k c(i|mk) > 0

}
(3.9)

- Dado Ξ = q−1 se tiene que:

M∑
m=1

N∑
i=1

K∑
k=1

Ξ(m|y)c(i|mk) ≥ 0, y = 1, ..., N (3.10)

Entonces, c(i|mk) ∈ Cadm := SNMK × E .

Se construye la matriz Aeq ∈ R(N+1)×(MNK) usando las restricciones de ergodicidad

definidas en (3.9):

M∑
m=1

(
K∑
k=1

N∑
i=1

[
π(j|ik)c(i|mk) − c(j|mk)

])
=

M∑
m=1

(
K∑
k=1

N∑
i=1

[
π(j|ik) − δij

])
= 0; j = 1, ..., N

tal que:

m = 1, ...,M Aeq =


(
π(1|11)

)
− 1 ... π(1|NK)

... ... ...

π(N |N1) ...
(
π(N |NK)

)
− 1

1 ... 1


y beq ∈ RN+1 es definido como sigue: beq =

(
0 ... 0 1

)>
∈ RN+1.
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3.3. Recuperación de variables

Una vez resuelto el modelo (POMC ergódico), para recuperar las cantidades de

interés, se tiene el siguiente teorema [65]:

Teorema 3.1. El vector de distribución de creencias b(y) está dado por:

b(y) =
N∑
m=1

N∑
i=1

K∑
k=1

Ξ(m|y)c(i|mk)

Demostración. Se prueba la relación (3.10),

N∑
m=1

N∑
i=1

K∑
k=1

Ξ(m|y)c(i|mk) =
N∑
m=1

N∑
i=1

K∑
k=1

Ξ(m|y)d(k|m)q(m|i)P(i) =

∑
i

(∑
m

Ξ(m|y)q(m|i)

)
︸ ︷︷ ︸

δ(iy)

P(i)

∑
k

d(k|m)︸ ︷︷ ︸
1

=
∑
i

P(i)δ(iy) = b(y) ≥ 0, y = 1, ..., N (3.11)

Además
∑N

y=1 b(y) = 1.

Note que por la ecuación (3.7) se sigue que:

d(k|m) =
1

N

∑
i

c(i|mk)∑
k

c(i|mk)

b(y) =
N∑
m=1

N∑
i=1

K∑
k=1

Ξ(y|m)c(i|mk), y = 1, ..., N

(3.12)

donde
∑

k c(i|mk)(n) > 0 (esto es siempre verdad por la propiedad de ergodicidad) y∑
k d(m|k) = 1.

3.4. Método de solución

Para resolver el problema se propone el siguiente algoritmo de iteración general

1. - 1-er paso

x̄n = arg máx
x∈X

{
−1

2
‖x− xn‖2 + γnf (xn)

}
(3.13)

2. - 2-do paso

xn+1 = arg máx
x∈X

{
−1

2
‖x− xn‖2 + γnf (x̄n)

}
(3.14)
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Ambos pasos 1-er y 2-do se consideran juntos un solo paso. Bajo los supuestos anteriores

se tiene que

{xn}n∈N → x∗

El método de los multiplicadores de Lagrange es una estrategia para encontrar el

mı́nimo local (máximo) de una función sujeta a restricciones de igualdad [54]. Considere

la función de Lagrange dada por [70, 25]:

L (υ, c, λeq, λineq) := f(υ, c)− λᵀeq (Aeqc− beq)− λᵀineq (Aineqcυ − bineq)

Donde el vector de multiplicadores de Lagrange λineq ∈ Rm1 son no negativos y los

componentes de λeq ∈ Rm0 puede tener cualquier signo. Obviamente, el problema de

optimización:

L (υ, c, λeq, λineq)→ mı́n
λeq ,λineq1≥0

máx
υ∈Υadm
c∈Cadm

(3.15)

tiene un punto de cabecera en c y υ.

L (υ, c, λeq, λineq) := R(υ, c)− ξ
2
V (υ, c)− λᵀeq (Aeqc− beq)− λᵀineq (Aineqcυ − bineq)

=
M∑
m=1

N∑
i=1

K∑
k=1

Wikυi|kci|mk +
ξ

2

M∑
m=1

N∑
i=1

K∑
k=1

Wikυi|kci|mk ·
M∑
m=1

N∑̂
ı=1

K∑̂
k=1

Wı̂k̂υi|k̂cı̂|mk̂−

ξ

2

M∑
m=1

N∑
i=1

K∑
k=1

W 2
ikυ

2
i|kci|mk −

N∑
j=1

λ0,j

[
M∑
m=1

(
K∑
k=1

N∑
i=1

[
π(j|ik)c(i|mk) − c(j|mk)

])
− beq,j

]
−

λN+1

(
M∑
m=1

N∑
i=1

K∑
k=1

ci|mk(n)− beq,N+1

)
− λineq

(
M∑
m=1

N∑
i=1

K∑
k=1

Ξ(m|y)c(i|mk) − bineq
)
−

λineq

(
M∑
m=1

N∑
i=1

K∑
k=1

υi|kci|mkζi|k − bineq
)

La estrategia inicial c0 es dada. El objetivo es encontrar la estrategia conjunta

c∗ que minimice los costos. También se incluyen restricciones adicionales relaciona-

das con las restricciones de Markov. El Lagrangiano se da en la ecuación (3.15) por

L (υ, c, λeq, λineq). Para calcular el problema de optimización se emplea el método pro-

ximal de dos pasos siguiendo fórmulas iterativas dadas por [2]:

1. Predicción

λ̄eq,n= arg mı́n
λ

{
1
2
‖λeq−λeq,n‖2+γnL

(
υn, cn, λeq, λ̄ineq,n

)}
λ̄ineq,n= arg mı́n

λ≥0

{
1
2
‖λineq−λineq,n‖2+γnL

(
υn, cn, λ̄eq,n, λineq

)}
c̄n= arg máx

c∈Cadm

{
−1

2
‖c− cn‖2+γnL

(
υn, c, λ̄eq, λ̄ineq,n

)}
ῡn= arg máx

c∈Cadm

{
−1

2
‖υ − υn‖2+γnL

(
υ, cn, λ̄eq, λ̄ineq,n

)} (3.16)
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2. Aproximación

λeq,n+1= arg mı́n
λ

{
1
2
‖λeq−λeq,n‖2+γnL

(
ῡn, c̄n, λeq, λ̄ineq,n

)}
λineq,n= arg mı́n

λ≥0

{
1
2
‖λineq−λineq,n‖2+γnL

(
ῡn, c̄n, λ̄eq,n, λineq

)}
cn+1= arg máx

c∈Cadm

{
−1

2
‖c− cn‖2+γnL

(
ῡn, c, λ̄eq,n, λ̄ineq

)}
υn+1= arg máx

c∈Cadm

{
−1

2
‖υ − υn‖2+γnL

(
υ, c̄n, λ̄eq, λ̄ineq,n

)} (3.17)

Cada iteración de las fórmulas presentadas en la Ecuaciones (3.16) y (3.17) tienen

una interpretación natural e implica dos ecuaciones no lineales, correspondientes a la

evaluación de los operadores extraproximales y de gradiente. Evaluando las Ecuaciones

(3.16) y (3.17) el objetivo implica resolver dos problemas de optimización relacionados,

uno para cada posible secuencia de resultados.

El primer paso calcula la dirección de la evolución futura del problema de optimiza-

ción en un punto dado y, el segundo paso realiza el gradiente desde el mismo punto a lo

largo de la dirección prevista en el paso anterior. En este sentido, el paso de predicción

se puede conceptualizar como una realimentación para el enfoque proximal más simple

del problema de optimización.

La Ecuación (3.4) tiene el punto de silla (υ, c, λeq, λineq) (veáse The Kuhn-Tucker

Theorem 21.13 en [54]) para las cuales se mantienen las siguientes desigualdades: para

cualquier λeq, λineq con componentes no negativos y para cualquier υ ∈ Υadm and c ∈
C

adm
:

L (υ∗, c∗, λeq, λineq) ≥ L
(
υ∗, c∗, λ∗eq, λ

∗
ineq

)
≥ L

(
υ, c, λ∗eq, λ

∗
ineq

)
(3.18)

3.5. Ejemplo numérico

3.5.1. Descripción del problema

Considere el caso de la segmentación de clientes que es esencial para desarrollar

un portafolio de clientes de tarjetas de crédito rentables. La segmentación consiste en

la subdivisión de un mercado en grupos discretos de clientes que comparten carac-

teŕısticas similares. Juega un papel fundamental cuando la interacción con el cliente

es frecuente porque cada interacción proporciona una visión de las oportunidades para

cada individuo.

La industria de tarjetas de crédito obtiene un Retorno Sobre Inversión (RSI) sig-

nificativo de las iniciativas de segmentación. Parte de este RSI provino de los cargos

anuales que un cliente tiene que pagar por obtener los beneficios de un segmento dado
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y el empleo de la tarjeta de crédito. Sin embargo, los beneficios pueden resultar muy

costosos si un cliente está en el segmento equivocado.

En este ejemplo, se clasifica a los clientes de tarjetas de crédito en cuatro clasifica-

ciones correspondientes a cuatro estados. Un cliente de bajo valor corresponde al estado

s1 que tiene ingresos/necesidades financieras limitadas y un cliente de valor medio es

un cliente frecuente de la tarjeta de crédito que se dice que está en estado s3. Un cliente

oportunista está en estado s2 y usa la tarjeta de crédito sólo cuando aparece una opor-

tunidad. Por último, un cliente de alto valor corresponde con los estados s4 y él/ella es

un usuario de alta frecuencia de la tarjeta de crédito.

A un cliente se le permitirá cambiar un segmento sólo si él/ella va a producir una

utilidad aceptable: un cambio de segmento de cliente será permitido por la institución

financiera si las ventajas de cambiar relacionadas con el grado de aceptabilidad repre-

senta un beneficio la institución financiera. La decisión también depende de medir con

precisión algunas de las variables de segmento (estado).

3.5.2. Resultados de la simulación

Siguiendo el descrito en la subsección 3.5.1 y considerando las matrices:

π(j|i,1) =


0.7019 0.0167 0.0653 0.2161

0.2501 0.5483 0.1812 0.0203

0.0839 0.7404 0.0758 0.1000

0.2979 0.4640 0.1328 0.1054

 , π(j|i,2) =


0.4040 0.1576 0.0260 0.4124

0.1123 0.2598 0.3768 0.2511

0.4346 0.3219 0.1217 0.1218

0.7999 0.0001 0.1999 0.0001



Uij|1 =


3222.7 2711.1 2481.2 7801.3

998.8 1098.7 2710.3 3649.9

2740.2 2965.7 8098.0 108.8

2076.5 2859.8 917.9 2067.6

 , Uij|2 =


5159.2 1880.9 1867.5 1111.0

2191.3 1526.8 7028.9 992.2

3386.9 2319.8 5268.9 1221.0

1207.7 2191.0 1329.8 4199.8



q(m|i) =


0.5590 0.0171 0.3053 0.1186

0.0225 0.3025 0.1310 0.5441

0.8978 0.0890 0.0023 0.0110

0.0223 0.0045 0.2776 0.6956

 , ζi|k =


1.24 0.24

9.90 2.32

34.22 30.80

16.53 3.29


Entonces, fijando γc0 = 6 × 10−8, γυ0 = 4 × 10−6, ξ = 4 × 10−6 se tiene que el

portafolio óptimo resultante (véase Figura 3.1 y Figura 3.2) generado por el algoritmo

Cinvestav Departamento de Control Automático
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iterativo está dada por las siguientes matrices:

υ∗i|k =


99 99

92 98

74 77

87 97

 ; d∗m|k =


0.3695 0.6305

0.2971 0.7029

0.3453 0.6547

0.3652 0.6348

 ; bm =


0.3872

0.4493

0.0661

0.0974


Hay varios puntos que son importantes para explicar. El algoritmo de optimización

propuesto asegura la convergencia de la utilidad esperada con la utilidad esperada exac-

ta y la convergencia de la asignación óptima del portafolio a su valor exacto. Tenga en

cuenta que el número de clientes υ∗i|k disminuye conforme el funcional esta convergien-

do. La estrategia d∗i|k representa las fracciones de portafolio invertidas en cada activo

en función del número de clientes υi|k. La recompensa R(υ, c), la varianza V (υ, c) y el

funcional f(υ, c) también convergen (véase la Figura 3.3, Figura 3.4 y Figura 3.5). La

satisfacción de las restricciones se muestra en la Figura 3.6.
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Figura 3.1: Estrategias del portafolio c

Cinvestav Departamento de Control Automático
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Caṕıtulo 4

Un enfoque de aprendizaje por
refuerzo para resolver el portafolio
de clientes de varianza media con
modelos parcialmente observables

4.1. Arquitectura de aprendizaje por refuerzo

Este caṕıtulo consiste en la formulación de un proceso de aprendizaje integrado que

“balancea” las dif́ıciles tareas de Explotación y Exploración del entorno. La explotación

se ocupa de los valores de cálculo de eficiencia estática de lo que ya se conoce y toma

la mejor decisión dada la información actual, mientras que la exploración a menudo

captura la esencia de la eficiencia dinámica reuniendo más información y buscando

nuevas opciones, experimentando y realizando búsquedas. La arquitectura propuesta

consiste en tres módulos: controlador, aprendizaje de portafolio acelerado y un módulo

actor-cŕıtico (ver Figura 4.1). La dinámica del proceso de Aprendizaje por Refuerzo se

detalla en las subsecciones 4.1.1, 4.1.2 y 4.1.3.

4.1.1. Módulo de Control

El módulo de control (controlador) (véase la Figura 4.2) es responsable de resolver

el dilema de exploración vs. explotación. El controlador calcula la divergencia Kullback-

Leibler (4.1) entre las estrategias conjuntas (distribuciones), actual y propuesta, deci-

diendo si la poĺıtica actual de aprendizaje es eficiente, esto ocurre cuando la divergencia

Kullback-Leibler es menor a un determinado valor. Una vez que esto ya no se cumple, el

controlador llega a la decisión de calcular una nueva estrategia. Luego, llama al módulo

de exploración para calcular una nueva estrategia de portafolio óptimo y lo sigue.

29
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Figura 4.1: Arquitectura de aprendizaje por refuerzo.

Figura 4.2: Controlador.
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Algoritmo 1: Controlador

1) Dados los valores iniciales π(j|ik), U(ijk), ζik y t = 0 y, considerando s(0) = si
el estado inicial.

2) Si DKL(ci|mk(t)|ci|mk(t− 1)) es lo suficientemente grande.

3) Ejecuta el módulo de explotación.

4) Si no es aśı ejecuta el módulo de exploración.

5) Calcula el error cuadrático medio e(t).

6) Si
(
e
[
Π̂(t− 1)− Π̂(t)

]
> 0
)

regresa al paso 2.

Tabla 4.1: Algoritmo del controlador

La tarea principal del controlador es decidir si las nuevas estrategias son mejores que

la estrategia inmediata empleada actualmente. El proceso se describe en la Tabla 4.1.

DKL(ci|mk(t)|ci|mk(t− 1)) =
∑
imk

ci|mk(t) ln
ci|mk(t)

ci|mk(t− 1)
(4.1)

4.1.2. Módulo de aprendizaje acelerado

La explotación está representada por el Módulo de aprendizaje de portafolio ace-

lerado (véase la Figura 4.3) que emplea una estrategia fija y conocimiento previo. El

proceso asume que todas las acciones tienen una regla de selección de acción basada

en un estado inicial s0 = ı̂ y una distribución inicial [dm|k]. El agente aprende me-

diante el calculo de recompensas después de cada acción elegida. De alguna manera

realiza un seguimiento de estas recompensas, y luego selecciona las acciones en don-

de el agente maximizará las recompensas en el largo plazo. Se pide al método (sólo)

que encuentre valores estimados de las matrices de transición π̂(̂|̂ık̂), utilidades Û(ı̂̂k̂)

y costos ζ̂ı̂k̂ que se apoyan en la información pasada del portafolio. El proceso de ex-

plotación continúa mientras se pueda hacer de forma relativamente eficiente y el error(
e
[
Π̂(t− 1)− Π̂(t)

]
> 0
)

tienda a cero. El proceso se describe en la Tabla 4.2.
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Figura 4.3: Módulo de aprendizaje de portafolio acelerado.

Algoritmo 2: Algoritmo de Aprendizaje de Portafolio Acelerado

1) Sea dk|m una poĺıtica fija del PDM empleada para representar el portafolio de
varianza media.

2) Sea t = 0 y s(0) = si el estado inicial.

3) Se elige aleatoriamente un estado observable y(t) = ym de Qm|i y una acción
a(t) = ak de dk|m.

4) Se obtiene el siguiente estado s(t+ 1) = sj de π̂(j|ik̂)(t) y se elige aleatoriamente

y(t+ 1) = yu de Qu|j.

5) Se actualizan los valores de ηmk(t) y ηmuk(t).

6) Se calcula π̂(̂|̂ık̂)(t) de acuerdo a la regla de actualización Pr: π̂(·|̂ık̂)(t)→ SN .

7) Se calcula Û(ı̂,̂k̂)(t) y ζ̂ı̂|k̂(t) de acuerdo a las reglas de actualización.

8) Sea si = sj y t← t+ 1 y regresa al paso 3.

Tabla 4.2: Algoritmo de aprendizaje de portafolio acelerado
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4.1.3. Módulo actor-cŕıtico

El módulo de exploración está representado por una arquitectura actor-cŕıtico (véase

la Figura 4.4). El actor es responsable de las estrategias de portafolio computacional

utilizando el método extraproximal. Entonces, el sistema elige aleatoriamente un es-

tado observable y(t) = ym de Qm|i y también selecciona aleatoriamente una acción

a(t) = a(k̂) (dado k̂) de d(k|m) (para un m̂ fijo). A continuación, emplea la matriz de

transición Π =
[
πj |̂ık̂

]
para elegir aleatoriamente el estado consecutivo s(t+1) = s(̂) de

π(̂|̂ık̂) (dado ̂ para un ı̂ fijo y k̂) y se elige aleatoriamente y(t+1) = yu de Qu|j. Una vez

que s(ı̂), a(k̂) y s(̂) son seleccionados, se env́ıan al cŕıtico, lo que determina la aceptación

de las estrategias de portafolio (estableciendo si las nuevas estrategias son mejores que

la estrategia inmediata empleada actualmente, y la estimación de los valores finales).

Entonces, el entorno se mueve a un nuevo estado s(̂) dado a(k̂) y s(ı̂). En el módulo

cŕıtico, los valores estimados se actualizan empleando las reglas de aprendizaje para

la computación π̂(̂|̂ık̂)(t), Û(ı̂̂k̂)(t) y ζ̂(ı̂k̂)(t) y π(j|ik)(t), U(ijk)(t) y ζ(ik)(t) se sustituyen

por el aproximador paramétrico genérico π̂(̂|̂ık̂)(t), Û(̂|̂ık̂)(t) y ζ̂(ı̂k̂)(t)). La acción que

maximiza el valor en cada estado se toma si la regla de aprendizaje actor-cŕıtico π̂(̂|̂ık̂)

garantiza la convergencia
(
e
[
Π̂(t− 1)− Π̂(t)

]
> 0
)

. Si no se satisface la condición del

error estimado e, entonces la selección de las variables aleatorias s(i), s(j) y a(k) se lleva

a cabo nuevamente. Por otra parte, la distribución d(k̂|m̂) de las estrategias se calcula

de nuevo utilizando la solución de portafolio. El proceso se describe en la Tabla 4.3.

Figura 4.4: Modulo actor-cŕıtico.
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Algoritmo 3: Actor-Cŕıtico proyectado para el aprendizaje de portafolio

1) Sea t = 0 y s(0) = si el estado inicial.

2) Sea dk|m una poĺıtica del PDM calculada por el método de la Sección 3.1.2.

3) Se elige aleatoriamente un estado observable y(t) = ym de Qm|i y una acción
a(t) = ak de dk|m.

4) Se obtiene el siguiente estado s(t+ 1) = sj de π̂(j|ik̂)(t) y se elige aleatoriamente

un estado y(t+ 1) = yu de Qu|j.

5) Se actualizan los valores de ηmk(t) y ηmuk(t).

6) Se calcula π̂(̂|̂ık̂)(t) de acuerdo con la regla de actuaización y Pr: π̂(·|̂ık̂)(t)→ SN .

7) Se calcula Û(ı̂,̂k̂)(t) y ζ̂ı̂|k̂(t) de acuerdo con la regla de actualización.

8) Se calcula el error cuadrático medio e(t).

9) Si
(
e
[
Π̂(t− 1)− Π̂(t)

]
> 0
)

continua si no regresa al paso 3.

10) Actualizar los valores estimados calculados por las reglas de aprendizaje

π̂(̂|̂ık̂)(t), Û(ı̂,̂k̂)(t) y ζ̂ı̂|k̂(t).

11) Sea si = sj and t← t+ 1 y regresa al paso 2.

Tabla 4.3: Algoritmo actor-cŕıtico

El éxito de esta arquitectura se basa en las caracteŕısticas fundamentales que el

controlador decide en ĺınea si existe una poĺıtica de aprendizaje eficiente resolviendo

el dilema de exploración frente a explotación. Como resultado, el proceso de aprendi-

zaje por refuerzo garantiza que la poĺıtica óptima resultante con respecto al modelo

aprendido será óptimo con respecto al mundo real 1.

Comentario 4.1. El proceso dado por los algoritmos 1, 2 y 3 converge porque la cadena

de Markov es ergódica.

1En contraste, el principal problema de una arquitectura actor-cŕıtico es su convergencia prematura
a poĺıticas subóptimas.
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4.2. Aprendizaje por Refuerzo para portafolio

En esta sección, se desarrolla un método de AR para el cálculo de las reglas adap-

tativas óptimas en POMD. Se sugieren tres reglas de aprendizaje: una para estimar

la matriz de transición πj|ik, la segunda para estimar la recompensa U = [Uijk] y la

tercera para estimar los recursos destinados a la realización de una promoción ζ̂ı̂|k̂(t).

En general, el sistema actúa en algún entorno desconocido de acuerdo con una poĺıtica

dada d(k|m). Entonces, en cada etapa del proceso AR hace una transición πj|ik: toma

acción a(n) en el estado s(n), recibe la recompensa U(n) y se mueve al estado s(n+ 1)

considerando el estado no observado y(n). Basado en experiencias repetidas de este

tipo, determina una poĺıtica óptima.

4.2.1. Reglas Adaptivas

Se supone que el PDMPO satisface las siguientes condiciones: es ergódico y, detQ 6=
0 donde se conoce la matriz Q y es igual para todo el proceso. Se propone un modelo a

partir de experiencias que se calcula contando el número η de experiencias no observadas

definiendo las siguientes variables recursivamente como sigue:

ηmk(t) =
t∑

n=1

χ(y(n) = ym|a(n) = ak) = E {χ(y(n))χ(a(n)}

ηmuk(t) =
t∑

n=1

χ(y(n+ 1) = yu|y(n) = ym, a(n) = ak) = E {χ(y(n+ 1))χ(y(n))χ(a(n)}

tal que:

χ(En) =


1 Si el evento E ocurre en la iteración n

0 en otro caso

donde ηmk(t) es el número de visitas en el estado no observado yu para el tiempo n

aplicando la acción k en el proceso AR (n ∈ N) y, ηmuk(t) denotan el número total de

veces que el proceso evoluciona desde el estado no observado ym a yu aplicando la acción

k. Se tiene que ηmk(t) =
∑N

u=1 ηmuk(t). La frecuencia está definida por fmuk(t) = ηmuk(t)
t

.

Comentario 4.2. Cuando el proceso de decisión Markov PDM es (completamente)

observable entonces

π̂(̂|̂ık̂)(t) =
ηijk(t)

ηik(t)
(4.2)

y la frecuencia es fijk(t) =
ηijk(t)

t
como se esperaba.
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Se define:

η̃̂|̂ık̂(t) =
N∑
m=1

N∑
u=1

ΞmiΞujηmuk(t)− mı́n
j

N∑
m=1

N∑
u=1

ΞmiΞujηmuk(t) ≥ 0 (4.3)

Sustituyendo ı́ndices m por i y u por j se tiene la fórmula requerida para η̃̂|̂ık̂(t), que

puede ser referido como la estimación del número de visitas en el estado no observado

yu para el tiempo n aplicando la acción k en el proceso AR, t ∈ N.

Definición 4.1. Sea PDMPO = {S,A, {A(s)}s∈S, Y,Q,Q0, P, J} una cadena de Mar-

kov finita parcialmente controlable controlable y d(k|m) una poĺıtica observable. La

matriz de transición estimada π̂(̂|̂ık̂) (t), basado en los valores observables ηmuk(t)

análogamente a (4.2), puede definirse por:

π̂(̂|̂ık̂)(t) =
η̃îk̂(t)

N∑
j=1

η̃îk̂(t)

π̂(̂|̂ık̂)(t) =

N∑
m=1

N∑
u=1

ΞmiΞujηmuk(t)−mı́n
j

N∑
m=1

N∑
u=1

ΞmiΞujηmuk(t)

N∑
j=1

[
N∑

m=1

N∑
u=1

ΞmiΞujηmuk(t)−mı́n
j

N∑
m=1

N∑
u=1

ΞmiΞujηmuk(t)

] ∈ [0.1]

(4.4)

donde Ξij = Q−1
ij y si

∑N
m,u,j=1 ΞmiΞujηmuk(t) = 0 se tiene que π̂(j|ik)(t) = 0 (el proceso

de aprendizaje considera el modelo de máxima verosimilitud
(

0
0

:= 0
)
.

La validez de esta definición se puede explicar por la siguiente consideración. Dada

una poĺıtica d(k|m) la probabilidad de elegir la acción ak bajo el estado no observable

ym es

P (a(t) = ak|y(t) = ym) =
N∑
l=1

qild(k|l)

Entonces, para ηijk(t) dada, se tiene:

E {ηijk(t)} = P (y(t) = yi, y(t+ 1) = yj , u(t) = uk) =
N∑
l=1

P (y(t+ 1) = yj |y(t) = yi, x(t+ 1) = xl, u(t) = uk) ·

P (y(t) = yi, x(t+ 1) = xl, u(t) = uk) =
N∑
l=1

qljP (y(t) = yi, x(t+ 1) = xl, u(t) = uk)

Ya que:

P (y(t) = yi, x(t+ 1) = xl, u(t) = uk) =
N∑

g=1
P (y(t) = yi, x(t+ 1) = xl, u(t) = uk|x(t) = xg)P (x(t) = xg) =

N∑
g=1

π(l|gk)P (y(t) = yi, u(t) = uk|x(t) = xh)P (x(t) = xg) =
N∑

g=1
π(l|gk)qlidklP (x(t) = xg)
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se puede concluir que:

E {ηijk(t)} =
N∑
l=1

N∑
g=1

qljqliπ(l|gk)dklP (x(t) = xl)

Dado que fijk(t) =
ηijk(t)

t
se sigue:

E {fijk(t)} = 1
t

N∑
l=1

N∑
g=1

qljqliπ(l|gk)dklP (x(t) = xl) =
N∑
l=1

N∑
g=1

qljqliπ(l|gk)dkl
(

1
t
P (x(t) = xl)

)
Considerando la ley de los grandes números, se concluye que:

Pl = ĺım
t→∞

(
1

t
P (x(t) = xg)

)
donde l = 1, ..., N . Además, se tiene por ergodicidad que Pl > 0. Entonces, se tiene:

fijk(t) =
N∑
l=1

N∑
g=1

qljqliπ(l|gk)dklPl

Definiendo π′lgk = π(l|gk)dklPl se obtiene:

π′lgk =
N∑
l=1

N∑
g=1

ΞliΞgjfijk(t)

Ahora, dklPl =
N∑
g=1

πlgk, y por lo tanto, en vista de la identidad fijk(t) =
ηijk(t)

t
, se

obtiene

π̂(l|gk)(t) =

N∑
l=1

N∑
g=1

ΞliΞgjηlgk(t)

N∑
l=1

N∑
g=1

N∑
j=1

ΞliΞgjηlgk(t)

Sustituyendo los ı́ndices l por m y g por u se tiene la fórmula requerida para π̂(̂|̂ık̂)(t).

Lema 4.1. Sea PDMPO = {S,A, {A(s)}s∈S, Z, , Y,Q,Q0, P, J} una cadena de Markov

finita parcialmente controlable controlable y π̂(j|ik) la matriz de transición estimada.

Entonces,

P
(

ĺım
t→∞

π̂(̂|̂ık̂)(t) = π(j|ik),∀i, j, k
)

= 1

Demostración. Dado ηijk(t) la frecuencia de este evento si se define por fijk(t) =
ηijk(t)

t
.

Entonces, considerando la ley de los grandes números y la ergodicidad del PDMPO se
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tiene que:

ĺım
t→∞

fijk(t) = ĺım
t→∞

1

t

t∑
n=1

ηijk(n) = ĺım
t→∞

1

t

t∑
n=1

E {χ(y(n+ 1))χ(y(n))χ(a(n)} = fijk

Como resultado:

P
(

ĺım
t→∞

π̂(̂|̂ık̂)(t) = π(j|ik),∀i, j, k
)

= 1

Comentario 4.3. La convergencia casi segura establece la propiedad teórica básica de

que el proceso de aprendizaje por refuerzo acabará por establecerse en un único punto.

Aśı como, para el modelo de recompensa, se mantiene un promedio de las recom-

pensas observadas al tomar cada acción en cada estado de la siguiente manera:

Û(ı̂,̂k̂)(t) =
V(ı̂,̂k̂)(t)

η(ı̂,̂,k̂)(t)

dado:

V(ı̂,̂,k̂)(t) =
t∑

n=1

vJ(n) · χ
(
s(n+ 1) = s()|s(n) = s(i), a(n) = a(k)

)
tal que:

vU := U(i,j,k) + (∆U) %U , for ∆U ≤ U(ı̂,̂,k̂) and %U = rand ([−1, 1])

donde V(ı̂,̂,k̂)(t) es la suma de todas las recompensas inmediatas, recibidas después

de ejecutar la acción a en el estado i y pasando al estado j, incrementado por ∆U

multiplicado por un valor aleatorio %U , −1 ≤ %U ≤ 1.

Por último, la regla de estimación de la matriz de costos ζ̂ı̂|k̂(t) con la entrada (ik)

esta dada por

ζ̂ı̂|k̂(t) =

t∑
n=1

ξζ(n)χ (s(n) = sı̂, a(n) = ak̂)

t∑
n=1

χ (s(n) = sı̂, a(n) = ak̂)

=

Zı̂|k̂(t0) +
t∑

n=t0+1

ξζ(n)χ (s(n) = sı̂, a(n) = ak̂)

nı̂|k̂(t0) + J2
ı̂|k̂(t)

Zı̂|k̂(t0) =
t0∑
n=1

ξζ(n)χ (s(n) = sı̂, a(n) = ak̂)

ξζ := %i|k + ρζrand
[
− 1, 1

]
, ρζ > 0.
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4.3. Ejemplo Numérico

4.3.1. Descripción del problema

Se considera un problema de servicio de tarjeta de crédito [17, 59, 58, 16] donde

por una razón de una importante disminución en las emisiones de tarjetas de crédito

de adquisiciones (bancos, etc.) que compiten en segmentos similares con productos

similares están teniendo dificultades para diferenciarse. El resultado es una carrera

para atraer nuevos clientes. Pero incrementar los incentivos implica que los márgenes

de ganancia inevitablemente caen.

Se analiza el comportamiento de compra de los clientes durante una campaña de

marketing en un banco. La estrategia del banco es mantener un margen de beneficio y

generar la demanda de su producto, proporcionando sólo los beneficios que los clientes

valoran. El desaf́ıo para el banco es alinear la propuesta de valor correcta con los

consumidores adecuados.

La segmentación de clientes se basa en un proceso de clasificación de los clientes

en seis segmentos (N = 6) según la frecuencia de uso de la tarjeta de crédito y los

ingresos. Se dice que un cliente está en estado s1 si tiene una cuenta en el banco y puede

convertirse en un cliente potencial: los miembros de este segmento evitan usar tarjetas

de crédito y se preocupan por el daño que podŕıan hacer a śı mismos con una tarjeta de

crédito. Los usuarios de crédito con estrés financiero se corresponden con el estado s2,

estos titulares tienen una deuda de tarjeta de crédito importante y se preocupan por ser

incapaces de controlar sus gastos o atenerse a un presupuesto limitado. Los usuarios de

crédito cazadores son titulares de tarjeta que mueven sus saldos para buscar las mejores

tasas de transferencia y hacer uso de tarjetas de crédito sólo para compras de ofertas

especiales - no les gusta pagar una cuota anual por una tarjeta de crédito. Se dice que

están en estado s3. Los usuarios de crédito de baja rentabilidad, que corresponden con

el estado s4, son personas que mantienen su casa financiera en orden y evitan el uso

de tarjetas de crédito para las compras diarias - no les gusta la deuda renovable. Los

usuarios de crédito próspero están en estado s5, estas personas mantienen sus finanzas

en orden y hacer uso de tarjetas de crédito regularmente para sus compras diarias. Los

usuarios de crédito rico son titulares de la tarjeta que conservan sus finanzas organizadas

y usan tarjetas de crédito constantemente para sus compras. Se dice que están en el

estado s6.

Se tiene el mismo conjunto de beneficios (k = 3) para cada segmento: 1) Recom-

pensas, 2) Tarifas e intereses bajos y, 3) Horizonte de pago para la compra principal.

Usándolos conjuntamente uno con otro creará el impacto máximo.
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40 Caṕıtulo 4

4.3.2. Resultados de la simulación

Para seleccionar la carrera del ejemplo presentado en la subsección 4.3.1 se evalua

primero doscientas carreras diferentes. A continuación, se selecciona la carrera más

representativa correspondiente al tiempo medio de la estimación del error de la matriz

de transición que tiene un comportamiento decreciente monotónico (véase la Figura

4.5). Ahora, fijando para la secuencia seleccionada γc0 = 6 × 10−6, γυ0 = 4 × 10−6 y

ξ = 4× 10−6 y las matrices iniciales:

π(j|i,1) =



0.1843 0.1244 0.2306 0.1180 0.1180 0.2248

0.3046 0.3045 0.0325 0.0420 0.1160 0.2002

0.1884 0.1034 0.1537 0.1534 0.0989 0.3022

0.0294 0.0723 0.7226 0.0025 0.0472 0.1261

0.0237 0.2279 0.2371 0.0329 0.4320 0.0464

0.0116 0.1794 0.1218 0.2303 0.2256 0.2313



π(j|i,2) =



0.1301 0.1302 0.1301 0.3390 0.0256 0.2450

0.1483 0.1778 0.1389 0.1771 0.1353 0.2227

0.1189 0.2169 0.1653 0.1699 0.1642 0.1648

0.1049 0.1460 0.2558 0.1008 0.1962 0.1962

0.4110 0.1850 0.1934 0.0106 0.1850 0.0149

0.3832 0.2158 0.0385 0.0385 0.1173 0.2067



π(j|i,3) =



0.2134 0.2133 0.2120 0.1474 0.0006 0.2134

0.2486 0.1109 0.1987 0.2440 0.1626 0.0351

0.2036 0.2040 0.3646 0.0867 0.0128 0.1285

0.0737 0.1294 0.1850 0.1800 0.2407 0.1912

0.1370 0.1382 0.1388 0.1977 0.1322 0.2561

0.1746 0.2109 0.1396 0.2113 0.1675 0.0961



q(m|i) =



0.0496 0.0978 0.1469 0.1911 0.2352 0.2795

0.2218 0.1556 0.2366 0.1851 0.1794 0.0216

0.2020 0.2076 0.1393 0.1334 0.1335 0.1841

0.2796 0.1445 0.1445 0.0884 0.0828 0.2603

0.2075 0.2595 0.0633 0.1564 0.1102 0.2031

0.1723 0.1655 0.2396 0.0840 0.1663 0.1722
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Uij|1 =



123.23 304.62 278.79 876.55 532.31 132.32

432.24 123.45 304.53 410.10 422.44 232.11

535.55 307.89 333.23 509.89 424.22 324.24

423.22 233.32 321.33 232.32 424.22 400.86

553.53 212.20 945.33 645.33 534.34 545.32

422.32 564.35 535.35 635.53 24.42 344.22



Uij|2 =



222.34 521.13 488.64 112.22 424.22 442.42

223.23 221.34 709.99 100.22 323.22 364.46

332.32 842.11 234.32 532.21 123.33 435.35

342.42 121.99 221.31 134.32 454.64 234.25

434.22 43.53 231.23 432.42 335.35 442.42

544.24 332.44 424.22 544.24 224.24 532.42



Uij|3 =



342.44 232.44 232.42 490.24 342.42 756.43

432.32 323.23 324.24 232.23 545.23 535.32

323.22 242.42 534.33 242.48 775.75 875.54

753.53 55.75 644.44 653.53 845.33 535.35

542.42 424.43 453.66 343.53 535.35 635.33

744.24 242.44 443.43 546.64 645.63 335.35



ζi|k =



10 20 30

40 10 20

20 30 30

20 50 10

10 10 20

50 50 20


se tienen que las estimaciones de las matrices irreducibles de transición y utilidad por

el algoritmo AR son las siguientes:

Para k = 1 - Recompensas

π̂(j|i,1) =



0.3102 0.2082 0.1039 0.1330 0.0681 0.1765

0.1741 0.1034 0.1745 0.1726 0.0661 0.3093

0.2057 0.2270 0.2114 0.1676 0.1173 0.0709

0.1932 0.0948 0.2281 0.0694 0.2032 0.2113

0.2127 0.1076 0.1707 0.1252 0.0918 0.2920

0.0518 0.1804 0.0904 0.3026 0.1231 0.2517
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42 Caṕıtulo 4

Ûij|1 =



28.20 25.60 241.00 659.10 643.20 453.60

56.90 244.90 96.30 332.20 680.20 769.40

158.30 134.60 185.90 271.70 78.60 316.10

734.40 135.50 76.30 51.70 179.30 450.10

578.70 310.80 1321.40 383.30 78.30 1077.60

406.60 1636.50 356.20 2668.90 38.80 201.90


Para k = 2 - Tarifas e intereses bajos

π̂(j|i,2) =



0.0007 0.2580 0.2752 0.1577 0.1441 0.1644

0.0946 0.1919 0.1213 0.1983 0.1689 0.2250

0.1970 0.2438 0.1867 0.0951 0.1745 0.1029

0.1118 0.1076 0.2361 0.1215 0.0680 0.3551

0.3158 0.2050 0.1575 0.0716 0.2065 0.0437

0.1684 0.1199 0.2142 0.1735 0.1054 0.2186



Ûij|2 =



113.90 191.50 330.00 51.50 610.60 570.40

48.20 476.90 1115.20 128.40 30.90 216.80

321.30 1208.90 187.10 164.20 23.10 115.10

639.30 115.50 306.80 119.00 43.50 167.80

161.50 13.20 40.60 1328.50 32.60 32.90

26.50 405.60 303.70 181.00 336.60 553.80


Para k = 3 - Horizonte de pago para la compra principal

π̂(j|i,3) =



0.0851 0.2152 0.1363 0.0811 0.2893 0.1929

0.3447 0.2547 0.1137 0.0703 0.0816 0.1350

0.0992 0.2009 0.1250 0.1862 0.2588 0.1298

0.1763 0.2118 0.1852 0.1579 0.1801 0.0886

0.0928 0.2384 0.1919 0.1740 0.0625 0.2404

0.1349 0.1919 0.0732 0.1620 0.2484 0.1897



Ûij|3 =



238.88 111.59 15.34 178.93 336.40 142.19

851.65 38.40 113.63 149.50 502.23 535.74

732.07 112.41 142.83 11.83 19.97 51.55

24.89 28.16 232.36 191.72 34.93 814.83

322.41 67.86 654.17 213.23 669.97 784.34

91.44 326.82 107.28 202.27 873.92 331.62
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La matriz de costos estimada es la siguiente:

ζ̂i|k =



4.47 52.08 14.47

11.09 17.13 14.30

20.05 60.91 6.38

6.01 58.90 1.48

14.36 13.58 15.54

9.03 29.69 20.54


La Figura 4.6 muestra el error de la función de estimación de la matriz de transición.

La Figura 4.7 muestra el error de la función de estimación de la matriz de transición

que tiene un comportamiento decreciente monotónico. La Figura 4.8 muestra el error

de función de estimación de la matriz de utilidad. La Figura 4.9 muestra el error de

función de estimación de la matriz de costos. La Figura 4.10, la Figura 4.11 y la Figura

4.12 muestran la convergencia de las estrategias c(i|mk) para k = 1, 2, 3 respectivamente.

La Figura 4.13 muestra el comportamiento de los clientes. La Figura 4.14 muestra la

convergencia de la utilidad. La Figura 4.15 muestra la convergencia de la varianza. La

Figura 4.16 muestra la convergencia del funcional. La Figura 4.17 muestra la satisfacción

de las restricciones de desigualdad.

Los valores resultantes para el número de clientes υ∗i|k, la estrategia d∗m|k y el vector

de distribución observable bm son los siguientes:

υ∗i|k =



94 44 61

84 83 62

75 34 83

92 27 96

82 85 58

88 66 49


; d∗m|k =



0.4981 0.1689 0.3330

0.4986 0.1681 0.3333

0.6084 0.1139 0.2777

0.6094 0.1126 0.2780

0.4443 0.2779 0.2779

0.6097 0.1125 0.2778


; bm =



0.8799

0.1163

0.0001

0.0001

0.0036

0.0001


El enfoque de AR propuesto en este caṕıtulo produjo una mejora significativa en

comparación con otras soluciones presentadas en la literatura; el problema de la ar-

quitectura clásica actor-cŕıtico es que tiene una convergencia prematura a poĺıticas

subóptimas, este enfoque propuesto mejora el cálculo del proceso AR produciendo una

estrategia óptima equilibrando las tareas de explotación y exploración del entorno.
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Figura 4.5: Doscientas carreras diferentes: tiempo promedio del error de la función
de estimación de la matriz de transición.
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Figura 4.6: Error de la matriz de transición: comportamiento decreciente.
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Figura 4.7: Error de la matriz de transición.
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Figura 4.8: Error de función de estimación de la matriz de utilidad.
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46 Caṕıtulo 4

50 100 150 200 250 300 350 400
0

10

20

30

40

50

60

70

80

90

Tiempo

E
rr

or
 d

e 
es

tim
ac

ió
n 

e ζ

Figura 4.9: Error de función de estimación de la matriz de costos.
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Figura 4.10: Convergencia de c(i|m1).
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Un enfoque de aprendizaje por refuerzo 47

500 1000 1500 2000 2500 3000
0

0.01

0.02

0.03

0.04

0.05

0.06

0.07

Tiempo

V
al

or

 

 

c(1,1,2)
c(2,1,2)
c(3,1,2)
c(4,1,2)
c(5,1,2)
c(6,1,2)
c(1,2,2)
c(2,2,2)
c(3,2,2)
c(4,2,2)
c(5,2,2)
c(6,2,2)
c(1,3,2)
c(2,3,2)
c(3,3,2)
c(4,3,2)
c(5,3,2)
c(6,3,2)
c(1,4,2)
c(2,4,2)
c(3,4,2)
c(4,4,2)
c(5,4,2)
c(6,4,2)
c(1,5,2)
c(2,5,2)
c(3,5,2)
c(4,5,2)
c(5,5,2)
c(6,5,2)
c(1,6,2)
c(2,6,2)
c(3,6,2)
c(4,6,2)
c(5,6,2)
c(6,6,2)

Figura 4.11: Convergencia de c(i|m2).
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Figura 4.12: Convergencia de c(i|m3).
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Figura 4.13: Convergencia de clientes.
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Figura 4.14: Convergencia de la utilidad.
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Figura 4.15: Convergencia de la varianza.
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Figura 4.16: Convergencia del funcional.
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Conclusiones y trabajos a futuro

En está tesis se introdujo un algoritmo para resolver el problema de selección de

portafolio con costos de transacción. El portafolio funcional fue penalizado por un

porcentaje fijo de la cantidad de transacciones que realiza, esto se planteo como un

problema de optimización convexo y se propuso un eficiente algoritmo proximal de

dos pasos para las actualizaciones del portafolio; además se limito el portafolio de

clientes de varianza media a una clase de cadenas de Markov homogéneas, ergódicas

y controlables parcialmente observables considerando el estado finito, la acción, los

conjuntos de observación y los problemas de recompensa promedio. Para evaluar el

nuevo algoritmo de selección de portafolio se realizó un extenso experimento. En el

futuro se quiere explorar la posibilidad de incorporar los costos de transacción y extender

nuestro análisis a otros algoritmos de selección de portafolios.

De la misma manera, el enfoque de aprendizaje por refuerzo dio una solución a los

problemas importantes en el portafolio de PDMPO que han permanecido sin resolver.

Las ideas más importantes que surgieron son el uso de diferentes algoritmos para cal-

cular el proceso AR para PDMPO, permitiendo una variedad de importantes ventajas

técnicas. Se presentó un nuevo paradigma en AR para calcular el portafolio de clientes

de varianza media con costos de transacción en PDMPO. La solución está restringida

al estado finito, acción, conjuntos de observación y problemas de recompensa promedio.

Para solucionar el problema se propuso una arquitectura controlador explotación-

exploración para equilibrar las tareas de explotación y exploración del medio ambiente.

La arquitectura consta de tres módulos: controlador, aprendizaje de portafolio acelera-

do y un módulo actor-cŕıtico. Cada módulo implicó el diseño de un algoritmo confiable,

convergente y estable. El módulo controlador equilibró las tareas de explotación y ex-

ploración empleando la divergencia Kullback-Leibler entre las estrategias. El módulo

de aprendizaje de portafolio acelerada empleó una estrategia fija y conocimientos pre-

vios para el proceso de explotación. El módulo de exploración fue representado por una

51



52

arquitectura actor-cŕıtico. El cŕıtico determinó la aceptación de las estrategias de por-

tafolio estableciendo si las nuevas estrategias son mejores que la estrategia inmediata

empleada actualmente y la estimación de los valores finales.

Se emplearon tres reglas de aprendizaje diferentes para estimar los valores reales:

a) las matrices de transición π̂j|ik(t), b) las recompensas Ûijk(t) y c) los recursos ζ̂ı̂|k̂(t).

Se presentó una prueba para la regla relacionada con la matriz de transición estima-

da π̂(j|ik)(t) y se probo que cuando t → ∞ converge en probabilidad. Para resolver el

problema de programación de optimización, se extendio el método c-variable para las

cadenas de Markov parcialmente observables. La variable c se conceptualiza como es-

trategia conjunta dada por el producto de la poĺıtica de control, el kernel de observación

Q(s|y) y el vector de distribución estacionario. El método c-variable hizo que el pro-

blema fuera computablemente manejable e introdujo restricciones lineales adicionales

al problema de cadenas de Markov parcialmente observables.

Se consideraron tres restricciones lineales sobre las cadenas de Markov parcialmente

observables: simplex, ergodicidad y observabilidad. Se propusieron dos fórmulas dife-

rentes para recuperar los valores originales de la poĺıtica de control y el vector de distri-

bución estacionario. Un aspecto importante de la formalización del método c-variable

es su capacidad para determinar condiciones fuera de lo normal en la implementación

del solucionador de programación de optimización dada la información disponible en

el simplex. Una solución no factible se puede detectar con una prueba simple en la

variable c. Una ventaja importante de este procedimiento es que se puede implementar

de manera eficiente para configuraciones reales en cadenas de Markov observables par-

cialmente controlables. Los resultados del método propuesto fueron validados por un

ejemplo numérico.
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