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Resumen

Las aplicaciones tecnológicas modernas requieren de implementaciones eficientes de

algoritmos de DSP. La eficiencia puede medirse con diferentes criterios, siendo uno de los

más comunes el de velocidad de procesamiento de datos. Desde el punto de vista del área

investigación, cs importante contar con diferentes versiones de un mismo algoritmo para

poder compararlas y buscar así la que mejor desempeño tenga en el sentido antesmencionado.

Para lograr esta flexibilidad y un alto desempeño, es necesario hacer uso de una plataforma
de desarrollo adecuada. Las modernas tarjetas gráficas ofrecen la posibilidad de procesar

una gran cantidad dc datos en poco tiempo a través del uso de novedosas arquitecturas de

procesamiento paralelo. Mediante estas tarjetas gráficas, es posible desarrollar y comparar

diferentes versiones paralelas de un algoritmo de PDS en poco tiempo.

Concretamente, el algoritmo SVD es ampliamente utilizado en una gran variedad de

campos de la ciencia y, particularmente, en el área de Telecomunicaciones. Debido a esto,

el hecho de desarrollar implementaciones con alto desempeño de este algoritmo es una

aportación deseable. Una propuesta eficiente para hacer esto es la de utilizar el análisis de

dependencias de algoritmos secuenciales e implementar su forma paralela en la plataforma

que ofrecen las modernas tarjetas gráficas.

Esta tesis expone los resultados de la implementación de diferentes versiones paralelas del

algoritmo SVD sobre una tarjeta de NVIDIA con arquitectura Kepler, modelo K20 utilizando

el lenguaje de programación CUDA C. Se analizaron diferentes versiones del algoritmo
mediante el análisis de dependencias como parte de las técnicas de paralelización para

corroborar su correcta expresión. Los resultados ratifican los beneficios de esta aproximación
al comparar los tiempos dc procesamiento dc matrices dc grandes dimensiones.

vn



Abstract

Efficient implementations of digital signal processing (DSP) algorithms are required by

modern technological applications. Efficiency can be measured through different criteria,

being the throughput one of the most common. Prom the research point of view, having
different versions of the same algorithm is important in order to compare them and choose

the best one in the sense previously mentioned. To have this flexibility while, at the same

time, exhibiting a high throughput, it is necessary to use an adequate development platform.
Modern graphics cards are capable of processing a huge amount of data at a high rate by using
novel parallel processing architectures. These graphic processors make possible to develop
and compare different parallel versions of a DSP algorithm in a short time.

Concretely, the SVD algorithm is widely used in a variety of science fields and, particularly,
in Telecommunications. Because of this, developing high-performance implementations of

this algorithm is a desirable contribution. An efficient proposal of doing that is to use the

dependencies analysis of sequential algorithms and implementing the parallel versión on a

modern graphical processor.

This thesis exposes results of implementations of different SVD parallel versions in a

NVIDIA graphics processor with Kepler architecture and model K20 by using the CUDA C

programming language. Different algorithm versions were analyzed through the dependencies

analysis of sequential algorithms as part of the parallelization techniques in order to

corrobórate its correctness. Results ratify the benefits of this approximation by comparing
the processing times of large matrices.
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Capítulo 1

Introducción

Una amplia variedad de aplicaciones tecnológicas modernas demandan implementaciones

eficientes de los algoritmos de procesamiento digital de señales (PDS) más comúnmente

utilizados. La eficiencia de dichas implementaciones se basa fundamentalmente en velocidad

de procesamiento y flexibilidad de ser modificadas para adecuarse a mejoras o nuevas

aplicaciones. Las implementaciones paralelas de algoritmos de PDS en arquitecturas

específicas de hardware presentan los desempeños más altos en términos de velocidad de

procesamiento referidas a la señal de reloj del sistema. Sin embargo, estas implementaciones

presentan la desventaja de tener poca flexibilidad puesto que la arquitectura de hardware

es específica para el algoritmo planteado. En general, si se pretende tener una aplicación o

implementación flexible en el sentido de que pueda soportar diferentes versiones de un mismo

algoritmo con un procesamiento paralelo, entonces el desempeño de la misma disminuye con

respecto a la implementación específica mencionada anteriormente. Lo deseable es lograr
un compromiso adecuado entre flexibilidad y desempeño. Esto puede lograrse mediante

implementaciones de algoritmos de PDS comúnmente utilizados sobre una plataforma que

exhiba una flexibilidad adecuada para probar diferentes versiones del algoritmo paralelizado.

Específicamente, el algoritmo Descomposición en Valores Singulares (SVD) es uno de

los más utilizados en diferentes campos de la tecnología, en una gran cantidad de cálculos

de variados algoritmos complejos. Citando algunos ejemplos: estimación de canal Múltiple

Input Múltiple Output (MIMO), estimación de parámetros de señales en análisis de calidad

de generadores de inducción, compresión de imágenes, cálculo del filtro óptimo inverso para

aplicaciones ultrasónicas y procesamiento de imágenes para el reconocimiento de rostros

hacen uso de este algoritmo debido a que es robusto numéricamente y además existen

representaciones del mismo que hacen factible procesarlo de forma paralela.

Por otro lado, las modernas tarjetas gráficas ofrecen la posibilidad de utilizar procesadores
de alto desempeño dispuestos en una arquitectura paralela y con lenguajes diseñados

específicamente para utilizar eficientemente la mencionada arquitectura. Mediante el uso

1



CAPÍTULO 1. INTRODUCCIÓN

de estos procesadores, una gran cantidad de opciones de implementación de algoritmo»

de PDS comunes es factible. Lo anterior debido a que no es necesario realizar todo d

procesa hasta llegar a definir una arquitectura panuda específica para diferentes versiones

dd miaño algoritmo, esto es, presenta flexibilidad Además, la arquitectura paralela

utilizada adecuadamente presenta un aho desempeño en velocidad de procesamiento de datos.

Específicamente las tarjetas NVIDIA de gama alta con arquitectura Kepler son las tarjetas

gráficas más eficientes paxa d cómputo paralelo de datos en forma paralela.

Además se han desarrollado técnicas que permiten obtener, de un algoritmo secuencial,

una expresión donde se presenta la menor dependencia de datos, permitiendo así

implemcntario en alguna plataforma de procesamiento paralelo. Por lo tanto, al apurar

estas técnicas al algoritmo SVD y utilizando una tarjeta gráfica de NVIDIA de las más

competitrtas para sn aplicación en paralelo, se presenta en esta tesis un análisis de desempeño

de una serie de versiones paralelas dd mencionado algoritmo con el objetívo de definir librerías

matemáticas útiles para una gran variedad de aplicaciones en Teícconmnkaciones.

1.1 Estado del Arte

Nai<nunan en [1]„ realiza la primera implemenación dd algoritmo de la descomposición en

valores en unaGPU. Utiliza los pasos de hidiagnnaliaariñn seguido de la diagonalización con

téjspÉEaa de Householder y QR. Se compara con las librerías de algoritmos matemáticos de

intd. además la implementación en GPU es capaz demejorar significativamente el desempeño
en términos de tiempo de procesamiento.

Kotas en [2J. continua la investigación de la implementación dd algoritmo de la

descomposición en valores singulares en una GPU. La primera investigación se basa en

Nararanan flj. realizandod paso de bidiagonalñtarión en laGPU yd paso de diagonalización
usandoQR se realiza en una CPU utilizando a laGPU sólo para d paso de actualización de

datos. La segunda impiementacióo se basa en d uso dd algoritmo iterativo de jacobi dedos

caías.

Tao en [3¡ , compara una implementación dd algoritmoSVD parad cálculo de eigenvalores
en un GPU contra la implementación tradicional secuencial Este trabajo evidencia que la

utilización de modernas GPUs para ñnplenientar algoritmos de procesamiento digital de

señales más comúnmente utilizados es d camino correcto en la búsqueda de eficientar d

tiempo de procesamiento y la utilización de los recursos de hardware de los que dispone.

Dentro dd CINVESTAV Unidad Guadalajara. se realiza lia descomposición en valares

singulares |4|. El propósito de la tesis fue transformar la SVD siguiendo una metodología

presentada en |5] para tener un programa de ejecución paralela con d objetivo de ser

implenientado en una arquitectura de arreglos sistóhcas. dicha metología también es usada

2



1.2. PLANTEAMIENTO DEL PROBLEMA

en [6]. En estos trabajos de tesis, se modela un programa secuencial del algoritmo de

descomposición en valores singulares para matrices reales simétricas.

En [7], se realiza una adaptación de la metodología antes mencionada, pero en esta ocasión

para ser implementada en una GPU a través de matrices de transformación unimodulares.

1.2 Planteamiento del problema

El problema a tratar en esta tesis se define a continuación:

La técnica de análisis de dependencias de algoritmos secuenciales con fines de

paralelización aplicada al algoritmo One Sided de Jacobi SVD no se han combinado con

implementaciones en una Unidad de Procesamiento Gráfico (GPU).

1.3 Objetivo general

Obtener una versión paralela del algoritmo One Sided de Jacobi en una GPU, aplicando
técnicas de paralelismo y el lenguaje de programación CUDA C/C++.

1.3.1 Objetivos específicos

• Comprender las bases matemáticas del algoritmo de la descomposición en valores

singulares y sus aplicaciones más comunes. Enfatizar su importancia a través de sus

propiedades y presentar un resumen de las aproximaciones más comúnmente utilizadas

para implementarlo.

• Estudiar la arquitectura y los modelos de programación paralela de algunas de las

más competitivas GPUs de NVIDIA. También describir la interacción de la Unidad de

Procesamiento Central (CPU) con la GPU en lenguaje CUDA C/C++

• Implementar diferentes versiones del algoritmo de One Sided Jacobi que calcula la SVD

en una GPU Tesla K20 utilizando lenguaje CUDA C/C++. Aplicar este algoritmo a

matrices de dimensión n < 4096 y medir su desemepeño.

1.4 Perspectiva de los Capítulos

La organización de la tesis es como a continuación se describe:
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CAPÍTULO 1. INTRODUCCIÓN

En el Capítulo 1 se presenta el contexto y planteamiento del problema así como los

objetivos del trabajo de tesis.

En el Capítulo 2 se presentan los fundamentos matemáticos del algoritmo SVD y algunas
versiones paralelas del mismo.

En el Capítulo 3 se presentan las características de la tarjeta gráfica utilizada para esta

tesis y su lenguaje de programación correspondiente.

En el Capítulo 4 se presenta el análisis de resultados de diferentes versiones paralelas del

algoritmo SVD en el procesador gráfico de NVIDIA.

Finalmente, el Capítulo 5 presenta las conclusiones de la tesis y futuras linas de trabajo
acerca del tema.
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Capítulo 2

Descomposición en Valores Singulares

2.1 Introducción

En este capítulo se abordan las bases matemáticas sobre las que se fundamenta la SVD de

una matriz y los principales algoritmos que la implementan.

2.2 Independencia lineal, bases y dimensión

A continuación se presentan algunos conceptos centrales en el álgebra lineal [8], [9].

Denifición 2.1. Un conjunto de vectores {xi,...,xn} C Cm es linealmente independiente

siempre que ninguno de los vectores pueda representarse como una combinación lineal de los

otros. De manera equivalente, el único valor de los escalares •?■*, ft-** •■■■ Qn para el cual:

Ql*! + é>2x2+ .... + £>r-x„
= 0

es Qi
=

Q2
=

■■■■

=

Qn
= 0.

Denifición 2.2. Un conjunto de vectores {xi. ...,xn} es una base para un espacio vectorial

S si:

i. {xi,...,xn} es linealmente independiente.

ii. {x1; ...,xn} genera a S.

Denifición 2.3. El número de elementos en una base para un espacio se llama la dimensión

del espacio. Se denota la dimensión del espacio S por dim5.
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CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

2.3 Descomposición en Valores Singulares

Esta sección tiene el objetivo de definir cada uno de los elementos matriciales involucrados en

la SVD. El principio básico sobre el cual se constituye la SVD es el Teorema fundamental

del álgebra lineal[10] [11], presentado en Teorema 2.1. Este teorema establece la existencia

de dicha descomposición.

Teorema 2.1. Dada una matriz A € Cmxn de rango p, la descomposición en valores

singulares de A se representa mediante el producto de dos matrices unitarias U G <Cmxm,V €

Cnxn y una matriz diagonal E 6 Rmxn [11], como se describe en la ec. (2.3.1).

A = UEV
H

(2.3.1)

Las columnas de la matriz U se llaman vectores singulares por la izquierda de A y las

columnas de la matriz V se llaman vectores singulares por la derecha de A. Además, E es

una matriz real no negativa como se observa en la ec. (2.3.2).

(2.3.2)

Los elementos de la diagonal de E son llamados los valores singulares {o) de la matriz A y

usualmente son ordenados de manera decreciente, tal como:

<7l 0 0 0

0 0 0

0 0 ap 0

0 0 0 0

oi >, -, > ap > 0, op+i
=

...

= 0,

Para el caso de una matriz A € Rmxn, la ec. (2.3.1) se expresa como:

(2.3.3)

A = UEVT (2.3.4)

En este caso, U 6 Rmxm y V e Rnxn, donde ambas matrices son ortonormales por

definición, por lo que:

UUT = UTU = Imxm

yyT __ vTV = Tnxn (2.3.5)

Tomando en cuenta la ec. (2.3.4). el producto AAr y el producto ATA son definidos

por:

6



2.3. DESCOMPOSICIÓN EN VALORES SINGULARES

AAT = U

ATA = V

Las columnas de V son vectores propios de ATA, las columnas de U son vectores propios

de AAT y los elementos de la diagonal de E son las raíces cuadradas de los valores propios

de los productos AAT o ATA indistintamente, dichos valores son conocidos como valores

singulares de A. Los productos AAT y ATA son simétricos, los valores propios son reales

y los vectores propios son ortogonales, más adelante se da la definición matemática de estos

conceptos. Si el rango (A) es p, donde p < min(m, n), entonces sólo existen p valores propios

no nulos. U = [u**., u2, . . .

, um] y V = [v1,v2,...,vn], la ec. (2.3.1), puede ser escrita como:

A = EÍ=i<™v,T (2-3.7)

donde u-v?" es una matriz de m x n, siendo el producto de la matriz u- de m x 1 y la matriz

v? de 1 x n. La ecuación (2.3.7) muestra que la SVD constituye una expansión de la matriz

A en una suma de matrices separables de rango-1.

Si los cuadrados de los valores sigulares están ordenados de manera decreciente como en

la ec. (2.3.3) y tomando en cuenta la aproximación en serie truncada de A dada por:

Ak = Eti-W1, (2-3-8)

con k < p, entonces para la aproximación o la norma de error de truncamiento [12], se tiene:

l|A-A*||2 = £?=k+1a*2 (2.3.9)

La norma al cuadrado de la matriz se define como ||A|| = ír(ATA), donde tr denota
la traza, que es la suma de los elementos en la diagonal del producto ATA. En la ecuación

(2.3.9), se tiene que el mínimo error cuadrático está en función de los cuadrados de los valores

singulares, por lo que a medida que k se acerca p el error es menor.

Las matrices U y V pueden diagonalizar a los productos AAT y ATA respectivamente:

A: 0

0

0 0

0 0

Al 0

0

0 0

0 0

0 0

0 0

A,
0

0

0

0

o"

0 0

Ap
0

0

0

u7

(2.3.6)
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CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

UT(AAT)U = Amx- = dza5(A1,...,A„0,...,0) .

VT(ATA)V = A"x» = diag(X1,...,Xp,0,...,0)
[¿ÓÍU)

La descomposición de valores singulares da lugar a una matriz diagonal de coeficientes E.

UAVT = E (2.3.11)

Para lograr diagonalizar los productos mencionados en (2.3.10), la SVD requiere el cálculo

de las matrices U y V para cada matriz A. Lo anterior contrasta con la Descomposición

QR (QR), Análisis de Componentes Principales (PCA), Transformación de Karhunen Loeve

(KLT) entre otros, donde este cálculo puede ser más simple para obtener los valores propios

[13].

Con el objetivo de mostrar otra propiedad de la descomposición en valores singulares,
considérese una matriz A cuyos elementos son muestras de una señal. En este caso, la SVD

conserva la energía de dicha señal que es expresada como:

* = X^=i£«=il<w|2 = MAAT) = ír(ATA). (2.3.12)

Dado que U y V son matrices ortogonales, como en la ec. (2.3.5) y la matriz A definida

anteriormente. Para obtener la energía de los productos UTA y VAT considere la traza de

estos productos en la ec. (2.3.10), entonces:

ír[UT(AAT)U] = ír(AAT) = ír(A) = £?=1A¿
ír[VT(ATA)V] = ír(ATA) = tr(A) = ELixi

Este resultado indica que la energía contenida en A es igual a la suma de los cuadrados

de los valores singulares.

La última propiedad importante a resaltar es la relacionada a los grados de libertad (DOF)
de la descomposición en valores singulares. Tomando en cuenta la matriz A utilizada en la

propiedad anterior, el número de variables independientes en la representación de la señal se

conserva por la SVD, lo que indica que la información de la señal se conserva también. Por

simplificación, se asume m = n = p y los DOF de A de n x n es n2 La señal se representa

en términos de U, V y Ak. Los DOF de ambas U y V es (n2 -

n)/2. Los DOF de la primera
columna con n elementos es n-1. debido a la restricción de la normalización y los DOF

de la segunda columna es n
— 2 debido a las limitaciones de ser ortogonal a la primera uno,

además de ser normalizado. En general, los DOF de una columna es siempre uno menos que
de la anterior, y los DOF totales de todos los n vectores de U son:

(n-l) + (n-2) + ... + l = n(n-l)/2 - (n2 -

n)/2 (2.3.14)
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El procedimiento para la ec. (2.3.14) es valido para V Junto con los DOF de n para

A, los DOF totales son 2(n2 —

n)/2 + n = n2, mismos que la de A antes de realizar la SVD

[14][3].

2.3.1 La SVD reducida

Si A € Rmxn con m>n, entonces A = UEVT es la SVD de A, se tiene:

A = U-tE-tV1, (2.3.15)

donde U*i = U(:, 1 : n) = [u*-., . . . ,u„] y Ex = E(l : n, 1 : n) = diag{a-¡_, ...,an) [15].

2.3.2 Pseudoinversa

La descomposición en valores singulares puede encontrar la pseudoinversa de la matriz

A = UEVT = UAa*/2VT:

VA-i/2UT (2.3.16)

donde ambas A yA 1,í2
son matrices rnxn, y A */2 es la pseudoinversa de A compuesta

de los inversos l/o* — lAAit de los p valores singulares a lo largo de la diagonal [10].

Ejemplo 2.1

Se realiza la descomposición en valores singulares para la siguiente matriz A:

A =

3 1 1

-1 3 1

1. Se obtiene el producto de AAT

AAT =

h -il
3 1 1 11 1

i -; —

:

-1 3 1 1 11
i i

2. Se encuentran los valores propios y vectores propios del producto AAT [8].

a. Se encuentra p(A) = deí (A
-

AI).

9



CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

det(AAT -

AI)
11 -A 1

1 11 -A
= (11

-

A)(ll
- A)

- 1 =

+121-11A-11A + A2 = A2-22A + 120 = (12-A)(10-A) = 0

b. Se encuentran las raíces Ai, A2, . . .

, Am de p(A) = 0.

Los valores propios son Ai, = 12 y A2, = 10.

c. Se resuelve el sistema homogéneo (A - AI)x = 0, correspondientes a cada valor

propio.

Ai = 12

(AAT -

12I)x =
11-12 1

1 11-12

Xi

.X2

=

-1 1

1 -1

Xi

x2

=

-Xi x2

Xi -x2

Cualquier vector propio correspondiente a Ai = 12 satisface

-xi +x2 = 0

+xi
—

x2
= 0

oi] = x2. Así En =

gen i 1
>.

A2 = 10

(ATA -

10I)x =
11-10 1

1 11-10

Xi

x2

=

"-1 1

1 -1

Xl

.■T2.

=

-xi r2

Xi -x2

Cualquier vector propio correspondiente a A2 = 10 satisface

o Xi
= —

x2. Así JEJ'io = gen

+xi +x2 = 0

+xi +x2 = 0

1
'

\
-1

'

10
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Cualquier vector propio correspondiente a \t = 12 satisface

-2x 0 +2x3 = 0

0 -2x2 +4x3 = 0

2x_ +4x2 -10x3 = 0

V
'

x3' í "1"

o x_ = x_, entonces Jf2
—

2x3 . Así E\2 = gen l 2

*\ .x*. l 1

Ai= 10

}

(ATA -

101)x =

-2 0 2

0 0 4

2 4-8

0

0

o

10-10 0 2

0 10-10 4

2 4 2-10

0 0 2x3

0 0 4X?

2xi 4x2 -8x-j

Xl

xt.

Xz

Cualquier vector propio correspondiente a Aj = 10 satisface

-2xi

0

2xj

0 +2x3 = 0

-2x2 +4x3 = 0

+4x2 -10x3 = 0

o X3 — 0 entonces

A3 = 0

xi '-2x2'

x2
= &z

.T3.
0

Así /?io = gen {[-:■]}
10- 0 0 2

|x,
(ATA -

0I)x 0 10-0 4 x2

2 4 2-0 [.X3
10 0 2 Xl 'I0x, 0 2x3

0 10 4 x2
= 0 10x2 4x3

2 4 2 x3 2./;, 4x2 2x3_
0

0

0

12



2.3. DESCOMPOSICIÓN EN VALORES SINGULARES

Cualquier vector propio correspondiente a A-*. = 10 satisface

o jtj =
—

5*i entonces

10r, C +2jc3 = 0

0 10x2 +4xj = 0

2.r, +4x2 +ir3 = 0

-Tl

J-2

r »,i

"lo** . Así Eo = gen

*3 -Tj ¡[ill
6. Se ortonormalizan los vectores propios del producto de ATA con el proceso de Gram-

Schmidt [8) para obtener los vTctorcs singulares por la derecha v se forma la matriz

V:

V =

VT =

"

1 2

V§ vi
2 1

v« \5
1

0
>«

r i 2

v5 v"«
2 1

vs YO

1 2

_-m \30

1

"vs

1

a

"VS5.

7. Se encuentra los valores singulares del producto ATA y del producto AAT

En los pasos 2 b y 5b se obtienen los valores propios y de acuerdo a la deñnición los

valores singulares son la raices cuadradas de los valores propios no nulos. Tomando las

raices cuadradas de los valores propios no nulos ordenados de manera decreciente, se

rellena la matriz E.

v = h *- ° |01"

[o v/ÍO |0J

Para adecuar las dimensiones entre U y V es necesario añadir un vector columna de

ceros a E, para este caso en particular.

8. Se reconstruye la matriz inicial usando cuatro decimales con las matrices previamentes

calculadas Ü. E v V.

13



CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

A' =

A' =

A' =

j_

V5

_L

-y/2

VÍ2

V****

LV2

-712

0

o o

vio o

-f °

'

1

1
V3o

3 1 1

-1 3 1

±
-730
'2

_vj
•v/30

2 1 1

A ye
i

0

5

-/30 n/30
1

V6

0

5

-730.

Con el objetivo de observar el efecto de la cuantificación en el proceso de reconstrucción,
se considera únicamente cuatro decimales para la representación de las entradas de

las matrices U, E y V Para este caso en particular el error cuadrático medio es

1.667 x IO"4

2.4 Métodos espectrales

2.4.1 Valores propios y vectores propios

Dada una matriz A 6 R"x" con un valor propio Aj ^ 0, si existe un vector n-dimensional

v¡ t¿ 0 para el cual Av¡ = A-v-, entonces v¡ es el vector propio correspondiente a A¿. A partir

de esta definición, se enuncia el Teorema 2.2 a continuación:

Teorema 2.2. Sea A € Enx" simétrica. Entonces:

1. A tiene n valores propios Ai, .... A„.

2. Hay un conjunto correspondiente de vectores propios {v*i, . . .

, vn} que constituyen una

base ortonormal en R"

2.4.2 Descomposición espectral

La descomposición espectral reformula una matriz en términos de sus valores y vectores

propios.

Teorema 2.3. Sea A £ Rnxn simétrica con valores propios Ai,...,A„ y con sus

correspondientes vectores propios v-*., . . .

, vn. Entonces:

14



2.4. MÉTODOS ESPECTRALES

1. A =

t t

vi va

i i

Ai

A„

Vl

v2

donde A — QAQT y también se representa como A — QTAQ.

2. A = E^iAiViV.T

2.4.3 Matrices positivas deñnidas y positivas semidefinidas

Lasmatrices positivas semidefinidas son una subclase de matrices reales simétricas. A G Rnxn

simétrica es positiva semidefinida (denotado A £= 0) si zTAz > 0, V z e R" Es positiva

definida (denotado A >- 0) si zTAz > 0, Vz^0eRn.

Teorema 2.4. Sea A G Rnxn simétrica. Entonces:

1. A es positiva semidefinida si y solo si todos los valores propios A, > 0.

2. A es positiva definida ssi todos los valores propios A, > 0.

2.4.4 Relación entre ATA y ATA

Considerando ahora que lamatriz A es rectangular, el producto de ATA tiene como resultado

una matriz de n x n mientras que el producto AAT es una matriz de mxm, ambos productos

forman matrices cuadradas.

Lema 2.1. AAT y ATA son matrices simétricas positivas semidefinidas.

Lema 2.2. Si Aj es un valor propio de ATA con un vector propio v-, entonces:

• (i). A¿ es un valor propio de AAT con vector propio Av¡.

. (ii). A* = 0 y Av¡ = 0.

2.4.5 Descomposición espectral para matrices rectangulares

A partir del Lema 2.2 y bajo la restricción de que m < n, se definen algunas propiedades

para un determinado tipo de matrices que a continuación se describen.

15



CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

Dado que se tienen dos matrices cuadradas, ATA de tamaño nxny AAT de tamaño

m x m. Los valores propios del producto ATA son Ai > A2 > . . .
> An, con vectores propios

ortonormales correspondientes v*-,, . . .

, v„. Sc sabe que, a lo sumo, m de los valores propios
son distintos de cero.

La matriz formada por el producto AAT tiene valores propios Ai > A2 >
. . .

> Am y

vectores propios ortonormales correspondientes ui, . . .

, um. El lema sugiere que u¡ = Av¡;
este es un conjunto válido de vectores propios, pero no están necesariamente normalizados.

Entonces se establece:

u¡
=

Av¡

IIAviH
1_ _Av¡_

VvfATAv*

Av*

VX7- (2.4.1)

Esto finalmente da la descomposición en valores singulares, la cual es una descomposición

espectral de matrices generales.

Teorema 2.5. Sea A G Rmxn con m < n. Entonces

t t

Ul u2 u„

%/AT

0

Vx¡

vKi

I o

Vl

v2

(2.4.2)

donde Qi es de m x m, E de m x n y Qj de n x n, entonces A = QiEQj y también se

representa como E = Qj"AQ2. Se tiene que la ec. (2.3.4) es igual a la ec. (2.4.2) [16].

2.5 Los cuatro subespacios fundamentales

Ahora se entiende por un subespacio a 5 y se introduce su definición para abordar de manera

adecuada los cuatros subespacios fundamentales.

Denifición 2.4. Un conjunto de vectores 5 C C" es un subspacio dado que las dos siguientes

condiciones se mantienen:

i. Si x, w G S, entonces x+w € S.

ii. Si x G S y q G C, entonces q x G 5.

Sea lamatriz A G Rmxn como se tiene en la ec. 2.3.4, la cual representa una tranformación

lineal de Rn a Rm El sistema de ecuaciones Ax = b es expresado en términos de cuatro

16



2.5. LOS CUATRO SUBESPACIOS FUNDAMENTALES

subespacios, dos de R" y dos de Rm Los subespacios fundamentales asiciados a A son el

espacio columna, espacio fila y el espacio nulo de A y AT [11].

El espacio columna de A es un subespacio de Rm con rango(A)=p. El espacio fila de A

es un subespacio de Rn y contiene las combinaciones de filas, las cuales son las columnas de

AT El espacio fila dc A cs el espacio columna de AT cuyo rango es el mismo, p. Otro

subespacio de Rn es el espacio nulo N(A). Este contiene todas las soluciones no triviales de

Ax = 0. El espacio nulo de una matriz también se conoce como kernel.

Figura 2.1: Bases ortonormales que diagonalizan a A

El producto Ax es una combinación lineal de columnas en el espacio columna de A.

Al resolver el sistema de ecuaciones Ax=b se encuentran las combinaciones lineales de las

columnas que producen a b, el sistema no tiene solución cuando b no se encuentra en el

espacio columna C(A), si b está en el espacio columna C(A) entonces el sistema tiene al

menos una solución. Ax=b tiene exactamente una solución cuando b está en el espacio

columna C(A) y no existe el espacio nulo N(A) (Figura 2.1).

Las dimensiones se dan por las reglas de álgebra lineal:

• dim R{A) == dim C(A)

• dim R(A) + dim N(A) = n

17
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• dim C(A) + dim N{AT) = m

En la Figura 2.1 se muestra como A incluye a x dentro del espacio columna y también

como el espacio nulo mapea al vector cero. Cuando b pertenece al espacio columna, el sistema

Ax = b puede ser resuelto. Hay una solución particular xp en el espacio fila. La solución

homogénea xn es en el espacio nulo. La solución general es xp + x„. La solución particular

de xp es ortogonal a la solución xn.

Los 4 subespacios están conectados al teorema fundamental del álgebra lineal descrito

por Strang en [11], el cual se divide en:

1. Las dimensiones de los subespacios.

2. La ortogonalidad de los subespacios.

3. Las bases ortogonales de los vectores en el subespacio.

4. La matriz con respecto a estas bases es diagonal.

La primera parte determina que la dimensión de los subespacios
es el rango p. La segunda

parte da la ortogonalidad de los dos subespacios en Rn y de los dos en Rm La tercera parte

determina los valores y vectores propios de ATA para proporcionar las bases. La cuarta

parte muestra las relaciones para obtener la matriz diagonal. Algunas propiedades para los

cuatro subespacios fundamentales son:

• C{AT)=N{A)L Complemento ortogonal en Rn

• iV(AT)=C'(A)-L Complemento ortogonal en R'

18
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dim n
-

p dim m —

p

Figura 2.2: Bases ortonormales que diagonalizan a A

• U y V generan bases ortonormales para los cuatro subespacios fundamentales:

a. Primeras p columnas de U: C(A) en Rm

b. Últimas m —

p columnas de U: N(AT) en Rm

c. Primeros p renglones de V: R(A) en Rn

d. Últimos n —

p renglones de V: N(A) en Rn.

• Si v1,v2....,vp son los vectores base para el espacio fila y U!,u2, up son los

vectores base para el espacio columna, entonces Av¡ = er-u*. Lo cual describe a la

matriz diagonal E como en la ec. (2.3.2).

• Los valores propios de AAT y ATA son no negativos y sus vectores propios son

ortonormales dado que son matrices simétricas y positivas semidefinidas. A partir
de ATAv¡ = cr2vírvi, aquí los pasos claves son:

v/A'Av-^fvTV^IIAviHa-

AATv¡ = (T2Av* : u¡ = Av¡/cr¡,

donde u¡ es vector propio de AAT

(2.5.1)

(2.5.2)
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Para matrices A definidas positivas, los vectores propios de AAT y ATA están dadas

respectivamente por las columnas de la matriz U y las columnas de V, como en la ec.

(2.5.3).

Se cumple las siguientes relaciones:

AAT = UEVTVETUT = U(EET)UT
ATA = VSTUTUEVT = V(ETE)VT

(2.5.3)

Para matrices definidas positivas semidefinidas, E es A, y UEVT es idéntica a QAQT

Para otras matrices simétricas, cualquier valor propio negativo de A corresponde a un

valor positivo en E.

2.6 Matrices de Rotación

Las matrices de rotación son elementos básicos para construir algoritmos numéricos que

vectores en el espacioyw'resuelven ciertos problemas matriciales [15]. Sean w =

R2. El objetivo es describir una expresión para la transformación que permite encontrar w' a

partir de w y con un ángulo de rotación /? dado. La figura 2.3 muestra la situación descrita.

Vale la pena hacer mención de que, equivalentemente, los ejes i,j podrían ser modificados

de acuerdo a ¡3 y conservar fijo a w para lograr el mismo efecto.
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26 MATRICES DE ROTACIÓN

!«.*/)

♦- í

Figura 2.3: Rotación dea vector w. en sentido contrario a las manecillas del reloj

Sea t la longitud dd vector, esto es r = --Jt2 + y2 Por trigonometría se presentan las

siguientes relaciones:

x = rcosa

y
— rsina.

(2.6.1)

r' — r cosía + ff)

y' = rsmío + ff)

Usando identidades trigcmométricaí. se tiene que:

(2.6.2)

w =

T*cos(a + «61)
rain (a + S)

[cosacos/3 —

smasin/í

[cosasin^ + sinocos^

= r

cos fi — sin ff

sin ff cos ff

cosff — sin ff

sin ff cos ff

cosa

sin a
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La transformación buscada es:

Q =

eos ff — sin ff

sin ff cos ff
(2.6.3)

se llama matriz de rotación en el plano xy y es una matriz ortogonal. La Figura 2.4 muestra

un caso similar a la Figura 2.3, excepto que ahora el vector w' se ha girado un ángulo ff
radianes en el sentido de las manecillas de reloj.

De un proceso similar al presentado anteriormente se tiene que:

w

w =

w

r cos a
— ff

rsina — ff

cos ff sin ff
— sin ff cos ff

cos ff sin ff
— sin ff cos ff

cosa

sina

w

w' y w están relacionados por la siguiente matriz de rotación, la cual es una matriz ortogonal.

Q =

eos ff sin ff
- sin ff cos ff

(2.6.4)

En el caso de este trabajo, la matriz de rotación que se usa es la ec.(2.6.4).
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2.7. ROTACIÓN DE JACOBI

(x',/)

*• ;

Figura 2.4: Rotación del w, en el sentido de las manecillas del reloj

2.7 Rotación de Jacobi

Una rotación de Jacobi es una rotación de un subespacio lineal bidimensional del espacio n-

dimensional, denotada por Q. En dicha rotación, un par de elementos de una matriz simétrica

A G Rnxn se anulan después de la aplicación de una transformación A i—> QTAQ = A',

o-u

jj

(2.7.1)

Esta transformación es una operación numéricamente estable[15]y adecuada para ser aplicada

en procesadores paralelos debido a que es un algoritmo cuyo paralelismo es extraído con
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facilidad y mapeado de forma directa a la estructura de dichos procesadores [4] . Entonces,

una rotación de Jacobi dado el ángulo 6 en el plano i, j es realizado por la matriz de rotación

Q( *• j,0), donde i>j como sc muestra a continuación:

Q(i,j-.8)
0 .

o

o

o

o

c . . . s

0

0

1

(2.7.2)

donde c = cosí? y s = sin0, pero para aplicar la rotación no se requiere explícitamente
conocer dicho ángulo. Solo las filas i y j y las columnas j y i de A son afectadas, y
la matriz resultante permanecerá siendo simétrica. Esto es, Q es una matriz identidad

excepto para cuatro entradas, dos sobre la diagonal (qa y q^ correspondientes a cos 8) y
dos colocados simétricamente fuera de la diagonal (%■ y g¿¿, cuyos valores son sin 6 y

— sin 6

respectivamente) .

(2.7.3)

suponiendo a k como otro índice diferente que i y j, tal como en la ec. (2.7.3). A continuación

la actualización produce:

c 0 —

s au O-ik CLij

'

c Os'

0 1 0 flfct "■kk O-kj 0 1 0

s 0 c a^ O-jk Orjj^ -s 0 c

aki
=

<4-
=

a'u =

an
=

a

'ik

Jk

cra

o

s a*

u +S2Oj

caki
-

sakj

cakj + sahi

(c2 —

.s2«y) +sc(aa —

ajj) — 0.

— 2sca¿,*

(2.7.4)

+c2aii +2.sc(i¿

Para determinar los coeficientes necesarios para la actualización, se deben resolver la ec.

(2.7.4) para los elementos fuera de la diagonal a^ y a,* igualándolos a cero [15], esto implica
que

^r =

a-n¿r (2-7-5)

A partir de la ec. (2.7.5) se define una nueva variable auxiliar £ con fines de simplicidad
en la explicación. Esta variable está dada por:
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C =

^ - (2.7.6)

En caso de que o¿j sea cero se deja de realizar la actualización de la matriz. Además,

haciendo uso de £, puede observarse que la ec. (2.7.5) se trata de una ecuación cuadrática que,
a partir de ahora, se definirá por medio de la variable t — tan 6. Entonces con identidades

trigonométricas la ecuación se reduce a:

t2 + 2Cí
- 1 - 0. (2.7.7)

Se selecciona la solución más pequeña de las dos raíces para estabilidad [15] y se tiene la

solución

* - i^Sfe. (2*7*8)
ICI+V^+í'

De esta forma se obtienen cy s:

(2.7.9)

Todo esto es similar al proceso del algoritmo de Two Sided de Jacobi [17], del cual se

habla más adelante

2.8 Algoritmos SVD

Existen gran variedad de algoritmos para efectuar la descomposición en valores singulares de

una matriz. El algoritmo secuencial más común para obtener la descomposición de valores

singulares es el llamado Golub-Kahan-Reinsch SVD [15]. El primer paso del algoritmo Golub-

Kahan-Reinsch SVD es bidiagonalizar la matriz A, el siguiente paso es diagonalizar la matriz,

donde los elementos que forma la diagonal de la matriz A son los valores singulares. La

complejidad del algoritmo Golub-Kahan-Reinsch es de 0(mn2). En los arreglos sistólicos

lineales, el algoritmo más eficiente de SVD es un algoritmo paralelo dado por Brent y Luk

[14], el cual requiere un orden de 0(m + n log n) unidades de tiempo de procesamiento y

0(n2) número de procesadores. En este trabajo se abordan una variante de los algoritmos

de Jacobi que realiza la descomposición de matrices simétricas [15], para obtener los valores

propios y vectores propios.

El algoritmo de Jacobi realiza una secuencia de actualizaciones ortogonales, donde cada

nueva matriz A es más diagonal que su predecesora. Eventualmente los elementos fuera

de la diagonal son suficientemente pequeños, por lo cual pueden considerados como ceros.
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En particular, cada rotación de Jacobi implica una premultiplicación de A por una matriz

ortogonal y postmultiplicación por otra matriz ortogonal. Se realizan (n2 -

n)/2 rotaciones

(en el caso de una matriz simétrica) que tratan de hacer cero todos los elementos fuera de la

diagonal. Estos (n2 -

n)/2 transformaciones constituyen un barrido. Se cree que el número

S de barridos necesarios para la convergencia del algoritmo de iteración de Jacobi secuencial

es (log n)[15]. Hay dos variantes de este algoritmo, es decir, One-Sided y Two-Sided de los

cuales se hablan en las siguientes subsecciones.

2.8.1 El método SVD-Jacobi

El algoritmo clásico de Jacobi utiliza secuencias de rotaciones de plano para diagonalizar una

matriz A G Rnxn como se tiene en la ec. (2.7.2). Además, este algoritmo sistemáticamente
reduce la magnitud de la norma de los elementos fuera de la diagonal.

off (A)
v E E 4-
^ i=l i=l,j¿i

(2.8.1)

Los pasos básicos del algoritmo clásico de Jacobi consisten en escoger un par de índices (i,j)
que satisface 1 < i < j < n y realizar las operaciones de coseno y seno (c, s) de tal manera

que:

(2.8.2)

r T -,

a'u «■'ii c s «¿i aa c ,s

k "kl —s c Oji aij. —s c

A' es diagonal, es decir, a'j_
= a'¡j = 0 y se tiene A como:

A' = QTAQ, (2.8.3)

donde Q = Q(i,j, 6) de acuerdo a la ec. (2.7.2) El algoritmo clásico maximiza la reducción

de A en la ec. (2.8.2) por la elección de (i,j) de manera que a2¿ es máxima. Además, no se

requiere un orden preestablecido en la ejecución de las rotaciones.

Existen dos órdenes preestablecidos, para ejecutar las rotaciones, que nos ayudan a

obtener en un tiempo más eficaz la descomposición de una matriz simétrica, los órdenes

pueden ser cíclico por renglón o cíclico por columna. Estos métodos sugeridos realizan una

secuencia cíclica de rotaciones las cuales se deben de aplicar a la matriz A.

En la notación del par ordenado (i.j) se refiere a un par de rotaciones que se deben de

aplicar a la matriz A. Para calcular los ángulos de las matrices de rotación se toman los

elementos a'u

y a'¿, además normalizan los elementos a'tí y aY de la matriz.

a'¿, a'u, aY-, de la matriz. Las matrices de rotación eliminan los elementos a',-
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2.8. ALGORITMOS SVD

Un ejemplo de la secuencia de rotaciones que se tiene que aplcar a una matriz A de orden

nxn utilizando orden cíclico por renglón se muestra a continuación:

Matriz de Entrada A

u U u 14

2.1 24 u 14

34 34 34 u

44 4,1 <J 44

Rotaciones (1,2)

u U U 14

h
" u 14

u u 34 M

4J 44 44 44

Rotaciones (2,3)

14 14 U 14

24 14 « "

M 14 34 M

4.1 44 44

1 1
M

Rotaciones (1,3)

14 14 14
j

14

u *u U 24

. . M 34

" 44 44 44

Rotaciones (1,4)

Rotaciones (2,4)

14 14 14 14

24 14 24

34 34 34 34

4.1 44 44

1.1 14 "1-
2.1 24 24 "

3.1 34 34 34

V 44 44 44

Rotaciones (3,4)

14 14 14 14

2,1 14 24 24

3,1 34 34 "

4,1 44 44 «M

Figura 2.5: Ejemplo de secuencia de rotaciones de orden cíclico por renglones.

En el ejemplo anterior ilustra la secuencia de rotaciones que se aplica a la matriz A,

la secuencia es (1,2), (1,3), (1,4), (2,3), (2,4), (3,4). En el caso del primer para de

rotacione (1, 2) que se aplican, se toman los elementos de la matriz an, ai2, 021, y 022, para

poder calcular los ángulos de rotación. Las matrices de rotación anulan los elementos 021 y

012, normalizan los elementos an y 022 y además normalizan los elementos restantes que se

encuentran en ai*, a*i, 02* y a,2- Por lo que en cada para de rotaciones (i, j) que aplican a

la matriz A, los elementos a^ y a,ji son anulados, los elementos aa y a^ son normalizados

y además se normalizan los elementos restante que están en a¿„,, a*i, aj» y atj. Después de
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aplicar la secuencia de rotaciones a la matriz A, se reducen las magnitudes de las normas

de los elementos fuera de la diagonal y se tienen valores cercanos a los valores propios en la

diagonal. Se requiere aplicar un cierto número dc rotaciones múltiples veces dado que una

vez que los elementos de la diagonal se han anulado, una rotación posterior modifica estos

valores haciéndoles diferentes de cero.

Como puede observarse hasta este punto, la dependecia de datos entre rotaciones influye

directamente en que el algoritmo cíclico de Jacobi no pueda explotar paralelismo alguno. Sin

embargo, existen algunas modificaciones a este algoritmo que permiten identificar patrones

de rotaciones que pueden ser realizadas en paralelo para hacer más eficiente este algoritmo en

términos de valocidad de procesamiento. Como ejemplo, el algoritmo de Jacobi descrito por

Brent y Luk [14] permite realizar todas las rotaciones dentro de un paso en forma paralela

pues expone que dichas rotaciones son independientes. Las premisas para dicha aseveración

son que el algoritmo necesita un cierto número de pasos, cada paso tiene un cierto número

de rotaciones y éste numero de rotaciones es conocido.

Suponga unamatriz A G Rnxn, se considera que mod(n, 2) = 0 puesto que si no se cumple

este requerimiento, se agrega una fila o columna de ceros sin modificación al algoritmo o

pérdida de generalidad. A continuación sc describe la forma general de obtener las rotaciones

que pueden ser ejecutadas en paralelo en cada paso del algoritmo de Jacobi, al cual se nombra

a partir de ahora algoritmo paralelo de Jacobi:

1. En dos vectores, llámense top y bot, se almacenan los índices impares l...ra
— 1 y pares

2...n correspondientemente. Para cada paso, el número de rotaciones a realizar es \
rotaciones en paralelo, indexadas por / = l...|, el par de índices por rotación (i,j) a

ejecutarse en paralelo se determina por los correspondientes valores de top y bot, donde

ii = min(top[í\, bot[í\) y ji = max(top[l], bot[l]).

2- El paso anterior se ejecuta n
— 1 veces. Para cada nueva serie de / rotaciones, se debe

realizar también un reordenamiento de los valores en top y bot como lo muestra la

figura 2.6.

top
= 1 3 -> 5 -> ... -> (-,-3) -> (H-i)

bot
= 2 <- 4 <- 6 <- •-- «- (b-2) «- »

Figura 2.6: Reordenamiento de top y bot, en cada paso del algoritmo paralelo de Jacobi.
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Con el objetivo de ilustrar los pasos anteriores, considere n = 4. De acuerdo a lo antes

expuesto, se tiene que el número de pasos serán 3 y el número de rotaciones por paso serán

2. Sabiendo que:

tOp = {1,3} . r

bot = {2,4},
(2-8'4)

y que los índices (i.j) se definen como min(top[l], bot[í\) y max(top[l], bot[l}),
correspondientemente, entonces los pares de índices en las rotaciones que se pueden ejecutar
en cada paso están dados por:

pasos\l 1 2

1 (1,2) (3,4)
2 (1,4) (2,3)
3 (1,3) (2,4)

Por cada paso se realiza el reordenamiento de top y bot. Para poder obtener los índices

(i, j) en el paso 2, es necesario rotar dichos vectores de índices como se muestra en la Figura
2.7.

top
—

1 3 newtop
— 1 2

yx J,

bot =
2 <- 4 newbot = 4 3

Figura 2.7: Reordenamiento de top y bot, previo a realizar las / rotaciones del paso 2

Finalmente, para poder obtener los índices (i.j) en el paso 3, es necesario rotar dichos

vectores de índices como se muestra en la figura 2.8.

top
—

1 2 newtop- l 4

bot
=

4 *- 3 newbot = 3 2

Figura 2.8: Reordenamiento de top y bot, previo a realizar las l rotaciones del paso 3
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2.8.2 Algoritmo Two Sided de Jacobi

La teoría que se explica anteriormente en los algoritmos de Jacobi se basa en la

descomposición de matrices simétricas para obtener los valores propios y vectores propios.

La matriz se diagonaliza a través de una secuencia de la SVD para una matriz 2x2. Esta

teoría puede ser extendida a la descomposición de valores singulares de matrices arbitrarias,

el procedimiento de Jacobi-SVD es por primera vez sugerida por Kogbetliantz [18] Forsythe

y Henrici [19], con la rotación de Two Sided que se describe en la ec. (2.8.2).

La descomposición en valores singulares para una matriz real de 2 x 2 puede ser

determinado por el cálculo de los ángulos de las matrices de rotación y aplicar estas

matrices de rotación a nuestra matriz arbitraria de entrada y los valores singulares quedan

determinados por los elementos de la diagonal, como se ilustra a continuación:

R(8rY
a b

c d
R(0t)

di 0

0 d2
(2.8.5)

los valores singulares quedan determinados por los elementos de la diagonal, R(0) es una

matriz de rotación de orden de 2 x 2 como en la ec. (2.6.4).

La matriz de entrada de 2 x 2 está dada por:

a b

c d
(2.8.6)

Varios enfoques para determinar los ángulos 0* y 9r se mencionan en [14]. Un método sugerido

por [19] es determinar los ángulos 9suma y 6diíj como sigue:

Q$um = 0r + 9l tan-H^) (2.8.7)

0.diff
= er + e_ = tan-Hg|) (2.8.8)

Al calcular los ángulos de las matrices de rotación 0sum y 6di¡j y aplicar estas matrices

de rotación a la matriz de entrada, se obtienen los valores singulares como se muestra a

continuación:

R(6S
a b

c d
R(9diff) —

di 0

0 d2
(2.8.9)

La convergencia para el método de Jacobi con un ordenamiento cíclico está garantizada si la

ec. (2.8.7) y la ec. (2.8.8) se mantienen.
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2.8.3 Algoritmo One Sided de Jacobi

Realizar la descomposición en valores singulares en forma directa, tal cual como se tiene en

la ec. (2.3.10), no es un buen algoritmo porque formar cl producto ATA implica elevados

costos en términos computacionales. Un algoritmo más práctico es el algoritmo iterativo de

Jacobi descrito por Demmel y Veselic, que se encuentra en [20]. Este algoritmo encuentra

los valores propios dc una matriz simétrica.

El algoritmo considera la diagonalización del producto ATA expresado en la ec. (2.8.10)
a través de la aplicación iterativa de matrices de rotación de Jacobi. Esta diagonalización se

logra mediante la selección de los coeficientes de rotación bajo el criterio que se muestra en

la sección 2.7 (Rotación de Jacobi)

ATA -

a 7

7 P
(2.8.10)

Es posible encontrar un ángulo de rotación como en la ec. (2.6.4), con la propiedad:

QTATAQ = D, donde D es una matriz diagonal. Esta propiedad se relaciona con otra de la

SVD VTATAV = A, presentada en la ec. (2.3.10). El ángulo 6 se puede encontrar realizando

el producto matricial y expresando el resultado de los elementos fuera de la diagonal en

términos de t = tanB e igualándolos a cero para llegar a la ecuación (2.7.7):

t2 + 2Ct
- 1 = 0,

donde la solución t — sgn}^' se toma por estabilidad [20]. Dado t = tan0, los coeficientes

cos 6 y sin 0 se pueden recuperar sin necesidad de conocer explícitamente 6 como se menciono

anteriormente.

El algoritmo calcula el producto de AAT de manera implícita, seleccionado un par de

índices i < j, construyendo la submatriz de 2 x 2 de la intersección de reglones y columnas

y utilizando las rotaciones de Jacobi para anular sus elementos fuera de la diagonal. Cuando

el algoritmo converge, la matriz £ de la SVD también ha sido implícitamente generada y los

vectores singulares por la izquierda y la derecha se recuperan acumulando todas las rotaciones

de Jacobi.

Para el algoritmo iterativo de Jacobi, primero se asume que A es una matriz de n x n y

que V cs una matriz identidad de n x n [20] . A continuación sc describe dc manera resumida

los pasos del algoritmo iterativo One-sided Jacobi:

1. Generar una matriz de rotación Q.

1.1 Calcular a, ff, 7 del producto ATA.

31



CAPÍTULO 2. DESCOMPOSICIÓN EN VALORES SINGULARES

1.2 Calcular la rotación de Jacobi que diagonaliza la matriz en la ec. (2.8.10).

2. Post-Multiplicar la matriz de rotación Q al par de columnas i, j de A.

3. Actualizar lamatriz Q de vectores singulares por la derecha con la matriz de rotación

en i, j.

4. Si todas las columnas cumplen que: convergencia < tolerancia, seguir con el paso

5, sino pasar al paso 1 y actualizar i, j.

5. Calcular la matriz £ que contiene valores singulares con la ec. (2.5.1).

6. Calcular la matriz U que contiene los vectores singulares por la izquierda con ec.

(2.5.2).

Una vez que algoritmo ha convergido se tiene en forma directa la matriz V sin necesidad

de hacer cálculos extras, de acuerdo al paso 1 y 2 donde se produce una matriz A' cuyas

columnas son ortogonales post-multiplicando a A por una matriz ortogonal V :

AV = A',

lo cual corresponde a AV = SU. Con los propiedades mencionadas y de acuerdo a lo anterior

se obtienen las matrices restantes £ y U en el paso 5 y 6.

Algoritmo 2.1. One-sided de Jacobi para el problema de valores singulares. TOL es un

criterio de parada definido. La matriz V, cuyas columnas son los vectores singulares por la

derecha calculados, inicialmente contiene la matriz identidad.

repeat

for all pairs i < j

I * Calcular
a 7

7 P
= (i.j) de la submatriz ATA * /

E"
r.1

fe*=l ^i

P = Y.\=l4j
7
= ZLl *-***« * akj

/ * Calcular la rotación de Jacobi que diagonaliza

Q = (ff
- a)/(27)
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t = sign(0/(K\ + y/í+e)
c = i/vTTi2
s = c*t

I * Actualizar las columnas i y j de A* /

for k = 1 a n

tmp = aki

aki = tmp * c
—

akj * s

akj
= tmp * s + akj * c.

end for

I * Actualizar la matriz V de los vectores singulares por la derecha * /

for k = \ an

tmp = Vki
*

vki
= tmp * c

—

Vkj * s

Vkj
— tmp * s + vkj * c

end for

end for

hasta la convergencia (all \-y\ /y/aff < toi)

I * Los valores singulares calculados son las normas de las columnas de la matriz A

final, ZÜJ) = \\M-J)\\*/

I * Los vectores singulares por la izquierda calculados son las columnas normalizadas
de la matriz A final, U(:,j) = (A(:,j))/£ (j,j) * ¡

Finalmente, con el objetivo de adecuar este algoritmo para ser implementado en

un procesador paralelo, se hace uso del algoritmo paralelo de Jacobi o algoritmo
modificado One Sided de Jacobi descrito previamente. En este caso, el Algoritmo 2.1 se

transforma en:
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akp
= tmp*c-akq*s

akq
= tmp *s + akq

* c

end for

I * Actualizar la matriz V de los vectores singulares por la derecha * /

for k = 1 a n

tmp = Vkp

i'kp
- tmp * c

-

vkt, * s

vkg
= tmp * s + vkq*c

end for

end for

hasta la convergencia (all \j\ /y/a0 < toi)

I * Los valores singulares calculados son las normas de las columnas de la matriz A

final, T.U-J) = \\M-J)\\*/

I * Los vectores singulares por la izquierda calculados son las columnas normalizadas

de la matriz A final, U(:,j) = (A(:_j))/J2(j,j) * /

2.9 Resumen

En este capítulo se hace una introducción de los conceptos básicos del álgebra lineal

relacionados con la descomposición en valores singulares, también se aborda la relación entre

la descomposición espectral y la SVD, se analizan algunas propiedades así como los algoritmos

más importantes que realizan la descomposición en valores singulares.

La descomposición en valores singulares es una técnica muy importante utilizada para la

factorización de una matriz rectangular real o compleja. Las ecuaciones Av¡ = íj-u* significa

que AV
= £U y al multiplicar por la derecha por VT se tiene A = U£VT

Los cálculos matriciales utilizando SVD son robustos a errores numéricos. Se utiliza

para calcular la pseudoinversa de una matriz,
la solución de ecuaciones lineales homogéneos.

la solución del problema de mínimos cuadrados, etc.. También se utiliza ampliamente

en aplicaciones relacionadas con el análisis de componentes principales, procesamiento de

señales, reconocimiento de patrones y procesamiento de imágenes para el análisis espectral.

La SVD también tiene una variedad de aplicaciones en la informática científica, control
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automático y muchas otras áreas.

La descomposición en valores singulares puede ser aplicada a cualquier matriz, mientras

que la descomposición de valores propios sólo se puede aplicar a ciertas clases de matrices

cuadradas. Cuando A es cuadrada y además es positiva semidefinida, la descomposición

de valores singulares está relacionada con la descomposición dc valores propios y vectores

propios A = QAQT Los valores propios de la matriz A conforman la diagonal de la matriz

A y los vectores propios son los vectores columna de la matriz Q, una consecuencia de lo

anterior es que la matriz Q es ortogonal
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Capítulo 3

CUDA y GPU

3.1 Introducción a CUDA

CUDA es una arquitectura de cálculo paralelo de NVIDIA que aprovecha la potencia de la

GPU para incrementar el rendimiento del sistema frente a las arquitecturas tradicionales.

En los sistemas informáticos modernos, existe una transición en el procesamiento de

datos, siendo éste tradicionalmente realizado en la CPU, mientras que ahora la tendencia es

repartirlo entre CPU y GPU. NVIDIA ha desarrollado la arquitectura de cálculo paralelo

CUDA, que se incluye en las GPUs GeForce, ION, Quadro y Tesla [21].

CUDA es una arquitectura que hace referencia tanto a un compilador como a todo un

conjunto de herramientas de desarrollo creadas por NVIDIA que permiten usar una variante

del lenguaje de programación C para codificar algoritmos en GPUs de NVIDIA. Por medio

de wrappers se puede usar Python, Fortran y Java en vez de C/C++. El código host

es compilado y es ejecutado por un proceso ordinario en el CPU, este puede ser escrito

en lenguaje estándar C/C++. El código device puede escribirse usando C extendido con

identifícadores para etiquetar funciones que se ejecutan en el GPU, llamadas funciones kernel,

y sus estructuras de datos asociadas. En donde la GPU trabaja en conjunto con la CPU, los

cuales se comunican mediante el puerto PCI express.

CUDA explora las ventajas dc las GPUs frente a las CPUs de propósito general utilizando

el paralelismo que ofrecen sus múltiples núcleos, los cuales permiten el procesamiento de un

elevado número de hilos simultáneos. Por ello, si una aplicación está diseñada para utilizar

numerosos hilos, entonces esta es ideal para ser implementada en una GPU. También, las

GPUs son de gran utilidad en aplicaciones con un gran costo aritmético que compensan el

costo de numerosos accesos a la memoria principal. Esto se debe al alto grado de paralelismo

y gran ancho de banda de las memorias [21].
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3.2 Características del GPU

Las GPU son especiales para cómputo intensivo, altamente paralelo. Están diseñados para

dedicar más transistores para el procesamiento de datos, que a la captura de datos en caché y

al control de flujo del programa (ver Figura 3.1), esto último se debe a que el mismo programa
es ejecutado en muchos hilos en paralelo.

CPU GPU

Figura 3.1: Diferencias entre GPU Y CPU

Las arquitecturas de las GPUs se agrupan por su compute capability, la cual se representa

por "y.x"donde "y" es el número de revisión mayor y "x"es el número de revisión menor (por

ejemplo, compute capability 3.1). El número de revisión mayor es 3 para devices basados

en la arquitectura Kepler, 2 para devices basados en la arquitectura Fermi y 1 para devices

basados en la arquitectura Tesla[22].

La arquitectura GPU de NVIDIA está construida por un arreglo escalable de Streaming

Multiprocessors (SM). Un SM es un arreglo de núcleos llamados Streaming Processor (SP),
los cuales realizan las operaciones aritméticas y lógicas de los kernels. Cuando en un programa

CUDA, el host realiza un lanzamiento de kernel, los bloques son enumerados y distribuidos

hacia los SM disponibles para la ejecución del código de los hilos. Los hilos contenidos por

un bloque se ejecutan al mismo tiempo en un multiprocesador. Cuando la ejecución de un

bloque termina, nuevos bloques son distribuidos en los multiprocesadores.

Un SM está diseñado para ejecutar cientos de hilos de manera concurrente. Para manejar

un gran número de hilos, emplea una arquitectura única llamada Single-Instruction, Multiple-

Thread (SIMI). En la cual el SM crea, maneja, agenda y ejecuta los hilos en grupos de 32

hilos paralelos, llamados warps.
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3.3 Modelo de programación CUDA

El modelo de programación consiste en un host (CPU y su memoria) y uno o más dispositivos
dedicados al procesamiento paralelo con muchas unidades de ejecución aritmética, como es

una GPU. Es importante localizar e identificar secciones de código con un número elevado

de datos cn paralelo, para ser ejecutadas de una manera independiente y simultánea.

3.3.1 Estructura de un programa CUDA

Un programa CUDA consiste en una o varias fases que son ejecutadas en el host (CPU) o

en un dispositivo como la GPU, que llamaremos device. Las porciones de código que tienen

poco paralelismo ninguno son ejecutadas en el host (Programación Secuencial). Aquellas

que presentan mucho paralelismo se implementan en el device. El código fuente CUDA se

compila con NVIDIA C compiler (NVCC), el cual separa el código que se ejecuta en la CPU

del que lo hace en la GPU. La compilación se realiza en dos etapas:

• Virtual: Genera código Parallel Thread eXecution (PTX).

• Física: Genera el binario para una GPU específica (o incluso para una CPU multicore).

El código host es C convencional (C/C++), es compilado con el compilador normal del

host y se ejecuta como cualquier programa en la CPU. En cambio, el código del device

está escrito en C convencional con extensiones (CUDA C) que se muestran en la Tabla 3.1,

que permiten etiquetar las funciones de datos paralelos. Estos códigos son llamados kernels,
tienen una estructura de datos asociada particular y además son compilados con NVCC.

Tabla 3.1: Extensiones CUDA para declaraciones funcionales C

Calificador Ejecutado en: Puede ser llamado desde:

...device__. Device Device

__global__ Device Host

__.host._ Host Host

En la Figura 3.2, se observa que el programa empieza ejecutando el código cn el host

(CPU con su memoria). Cuando el kernel es invocado, se traslada la ejecución al device

(GPU con su memoria), donde un número de hilos son creados. Los hilos son creados por

el kernel durante la ejecución de la malla (Grid). Cuando los hilos del kernel terminan, la
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malla también concluyen, y la ejecución vuelve al host hasta que un kernel es invocado de

nuevo[21].

El procedimiento para realizar un programa CUDA se presenta en [7].

C6l*0O-MCIMIKaB-|MCPU(NOM) )

K4CTHH ¡wr»**» 0«J ¡Owtctl )

MnKM A 1 1 «n—i, H"nd»»a-(a*r*M|; )
) Grid 0

C6<lgo secuencM «I CPU (Hott)

K*nM|-Mm*l*OM(Dtvlc«| /
k-HM* •«•a-iMi, nTHiw-^crgs); (

\ Grldl

Figura 3.2: Ejecución de un programa CUDA

3.3.2 Funciones Kernel e hilos

Las funciones kernel especifican la parte de código que es ejecutado en el device (GPU) por
todos los hilos. Debido a que los hilos ejecutan el mismo código, CUDA es un ejemplo del

modelo Programa Único de Datos Múltiples (SPMD).

La sintaxis de las funciones es similar a la de ANSÍ C con unas extensiones concretas. La

palabra—í/Zo&aL. antes de la declaración de una función indica que es una función kernel que

puede ser invocada por el host para crear hilos, los calificadores se muestran en la tabla 3.1.

Las palabras threadldx.x, threadldx.y y threadldx.z se refieren a los índices de los hilos

(threads), los cuales reflejan la disposición multidimensional de los hilos. Debido a que todos
los hilos ejecutan el mismo código kernel, esto permite distinguirlos y asignarlos de manera

precisa. Los hilos son el nivel inferior en la jerarquía, seguidos por el nivel de bloques. Un

bloque es un contenedor de hilos, que al igual que los hilos, puede ser de 1, 2 o hasta 3

dimensiones, como blockldx.x, blockdldx.y y blockldx.z. El nivel superior en la jerarquía es

la malla. Una malla es el conjunto de todos los bloques que a su vez contienen hilos en un

lanzamiento de kernel. Al lanzar una función kernel se crea un bloque para dimensionar los

bloque y los hilos.

Cuando se invoca un kernel, éste se ejecuta como malla de hilos paralelos. Cada malla
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comprende generalmente desde miles a millones de hilos.

Un bloque es un lote de hilos que pueden colaborar entre sí mediante: sincronización

de la ejecución y accesos seguros a la memoria. Dos hilos de bloques diferentes no pueden
cooperar entre sí.

En la parte derecha de la Figura 3.3, se tiene que los hilos en una malla se organizan en

dos niveles. Cada malla está formada por uno o varios bloques de hilos. Todos los bloques
de un malla tienen d mismo tamaño. Por otro lado, todos los bloques contienen el mismo

número de hilos.

Figura 3.3: Ámbito de las memorias en el device

3.4 Jerarquía de Hilos

Al ejecutar un kernel se crea una malla con hilos. Entonces, se llama lanzamiento de kernel,
a la ejecución de una función en el device con el calificador —global— . Al lanzar una función

kernel, automáticamente se crean un conjunto de hilos de ejecución que se llaman hilos

(threads).
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3.4.1 Organización de los hilos

Los hilos sc organizan cn dos niveles usando coordenadas para para su localización cn la malla

que se llaman blockld y threadld. Estos valores son definidos por el sistema y accesibles a

las funciones kernel Todos los hilos de un mismo bloque tienen el mismo valor de blockld.

El rango de blockld viene definido por el tamaño de la malla.

La organización de una malla se determina durante el lanzamiento del kernel. El primer

parámetro especifica las dimensiones de una malla en función de los bloques que contiene.

El segundo parámetro especifica las dimensiones de un bloque cn función dc los hilos que lo

componen.

Por ejemplo:

dtm3 dimBlock(4,2,2);
dimZ dimGrid(2,2A);

_ global—KernelFunction 4fC gridDim. blockDim ~^> (parámetros):

Este código define una malla bidimensional de 2x2 bloques y bloques tridimensionales

dc 4x2x2 hilos. Las dos primeras líneas inicializan las dimensiones y la tercera cs la que

arranca el kernel propiamente dicho. Lo esencial en cuanto a Blockld y Threadld es indexar

los hilos de manera unívoca y permitir así manejarlos de manera individualizada, asignando

los grupos de datos sobre los cuales operan.

El nivel superior en la jerarquía es la malla Una malla(grid) es el conjunto de todos

los bloques que a su vez contienen hilos en un lanzamiento de kernel Al lanzar una función

kernel crea mallas, para dimensionar los bloques y los hilos, sc utilizan las variables tipo

dim3 gridDim y blockDim respectivamente (las variables dim 3 son un vector con 3 campos

enteros, los campos sin definir por defecto se ponen en 1).

En un lanzamiento de kemel se tiene: <^L gridDim. blockDim J2>, el cual dimensiona

todo el conjunto de hilos en el bloque. Todos los hilos tienen una copia de los parámetros,

con la cual pueden efectuar cálculos especificados cn cl cuerpo dc la función. Las variables

gridDim y blockDim son constantes que pueden ser utilizadas en el kernel por todos los hilos,

mientras que las variables blockldx y threadldx toman rangos de valores.

blockldx.x = {0,1.. ... gridDim.x
—

1}

blockldx.y = {0,1.. ...gridDim.y
—

1}
blockldx.z = {0,1,. .., gridDim. z —

1}
threadldx.x = {0,1,.. ., blockDim.x

—

1}

threadldx.y = {0,1,. .,blockDim.y
—

1}
threadldx. z = {oi,. .. blockDim. z —

1}
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3.4.2 Escalabilidad

La capacidad de ejecutar la misma implementación a distintas velocidades es lo que se

denomina Escalabilidad Transparente, lo que reduce la carga para los programadores ymejora
la usabilidad de las aplicaciones.

CUDA admite escalabilidad ya que permite a los hilos pertenecientes a un mismo bloque

coordinar sus actividades usando una función de barrera de sincronización uayndhreada()"
Cuando un kernel realiza una llamada a "syndhreadsO", todos los hilos de un mismo bloque
son retenidos en el punto de llamada hasta que cada uno alcance ese punto. Esto garantiza

que todos los hilos de un bloque completen una etapa de ejecución del kernel antes de pasar

a la siguiente etapa

Una GPU está construido por SM. Cada multiprocesador se divide en bloques de hilos

que se ejecutan de forma independiente el uno del otro, de modo que una GPU con más

multiprocesadores ejecuta automáticamente el programa en menos tiempo que una GPU con

menos multiprocesadores.

fuli-thraadad CUDA Program

Stock 0 Stock I Stoch 2 Bloca 3

Stock* Stock 5

Figura 3.4: La escalabilidad en la ejecución del mismo kernel en dos sistemas distintos
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En una implementación con pocos recursos, como es el caso del ejemplo de la izquierda

de la Figura 3.4, se puede elegir ejecutar dos bloques a la vez. En cambio en situaciones

más exigentes se puede recurrir a la implementación de la derecha dc la misma figura, que

permite ejecutar cuatro bloques simultáneamente.

Se debe tener presente que al no existir sincronización entre hilos de distintos bloques,

tampoco se imponen limitaciones en la ejecución del programa por diferentes bloques. Ningún

bloque está obligado a esperar a otro para llevar a cabo sus tareas. La flexibilidad así definida

permite implementaciones escalables.

Los hilos se deben ejecutar en tiempos parecidos para evitar tiempos de espera largos,

que se conoce como divergencia de hilos.

Poder ejecutar una aplicación en un amplio rango de velocidades permite producir

distintas implementaciones alternativas dependiendo del costo y energía[21].

3.4.3 Asignación de hilos

En cuanto se lanza un kernel, el sistema CUDA genera la malla de hilos correspondiente.

Estos hilos son asignados a recursos de ejecución cn grupos de bloques.

El modelo GeForce 8800GTX contiene 16 SM. Se pueden asignar hasta 8 bloques para

cada SM en este diseño, siempre y cuando haya suficientes recursos (por ejemplo, memoria

para almacenar los registros) para las necesidades de cada bloque. En caso de que esto no

se cumpla, CUDA automáticamente reduce el número de bloques asignados a cada SM. Con

16 SM, en el modelo GeForce 8800 GTX podemos tener hasta un máximo de 128 bloques

asignados simultáneamente a los SM. Sin embargo, se debe tener presente que muchas mallas

contienen más de 128 bloques.

Una limitación de los SM es el número total de hilos que pueden procesar

simultáneamente. En el modelo GeForce 8800GTX se pueden asignar hasta un máximo

de 768 hilos para cada SM, mientras que la GeForce 260GTX tiene un máximo de 1024 hilos.

Esto se traduce en 3 bloques de 256 hilos, o 6 bloques de 128 hilos. Sin embargo el modelo

con 12 bloques de 64 hilos no es posible, ya que cada SM sólo puede alojar a 8 bloques.

Por tanto, cada SMs procesa 768 entonces se pueden tener hasta (768 x 16 = 12,288) hilos

dispuestos para ser ejecutados.

3.4.4 Calendarización de hilos

La calendarización de hilos e depende estrechamente de cada implementación y por ello se

analiza dependiendo de cada hardware y algoritmo en particular.
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En el caso de la GeForce 8800GTX, cuando un bloque es asignado a un SM, se divide en

unidades de 32 hilos que forman warps.

De hecho los warps no forman parte de la definición del lenguaje CUDA. Sin embargo,

su conocimiento permite optimizar el rendimiento. Ya que los warp son las unidades de

procesamiento dentro de los SMs. Si sc tiene como máximo 768 hilos en cada SM, entonces

puede haber un máximo de 768/32 = 24 warps. Para el caso de la 260 GTX se tiene hasta

32 warps.

3.5 Jerarquía de memoria

En CUDA, tanto el host como el device tienen memorias independientes. El ancho de banda

y la latencia son dos conceptos importantes para describir las características de las memorias.

Ancho de banda, es la cantidad de datos que se pueden leer o almacenar en la DRAM en un

periodo dado de tiempo. Latencia, es el tiempo que toma en realizar la petición de búsqueda

(fetch request) de alguna localidad de memoria

Para la ejecución de un kernel (sección del programa que se ejecuta en la GPU) en

el device, se necesita asignar memoria en el device y transferir los datos apropiados de la

memoria del host a la posición designada de la memoria del device. Del mismo modo, tras

la ejecución en el device, se deben transferir los resultados al host y liberar la memoria del

device.

A la izquierda de la Figura 3.3 se representa la estructura de memoria y los distintos

accesos permitidos. Se observa que se dispone de una memoria Global y otra memoria

llamada Constante. En ambas, el host puede escribir y leer. En cambio la GPU sólo accede a

la memoria Constante en modo sólo lectura. La memoria texture es memoria de solo lectura

para el device, es escrita por cl host. Para cl manejo de la memoriaLa memoria surface

es similar a texture, con la diferencia que tiene funciones de lectura y de escritura. En el

diagrama las flechas con una dirección indican que son de solo lectura, mientras que con

una flecha bidireccional se indica que puede ser de lectura y escritura. También indican los

dispositivos o las unidades que pueden acceder a cada tipo de memoria.

Mediante la función cudaMallocf) llamada desde el host se asigna memoria de tipo Global.

Esta memoria puede ser liberada mediante la función cudaFreeQ. Para intercambiar datos

en el device, se usa la función cudaMemcopyf) que permite hacer copias host-host, host-device,
device-host y device- device [23].
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3.5.1 Tipos de Memoria

Cada dispositivo CUDA tiene varias memorias que pueden ser usadas para reducir el tiempo

en la ejecución.

Tabla 3.2: Características de las variabes según su definición

Declaración de variable Memoria Ámbito Duración

Variables diferentes a los arreglos Registros Hilo Kernel

Arreglos Local Hilo Kernel

.. shared-- Compartida Bloque Kernel

__device__ Global Malla Aplicación

..constant— Constante Malla Aplicación

La Tabla 3.2 muestra la sintaxis para declarar variables de cada tipo de memoria. Cada

declaración asigna así mismo un ámbito y un plazo de vida (ejecución). El ámbito identifica

el rango de hilos que pueden acceder a una variable: un hilo individual, los hilos de un bloque
o bien todos los hilos de una malla. Si el ámbito es de hilo, se crea una copia particular para

cada hilo. Cada hilo accede a la copia que se le ha asignado. Se entiende como aplicación

a la ejecución de todo el código host y todo el código device, pudiéndose realizar más de un

lanzamiento de kernel durante su tiempo de ejecución.

Cuando la declaración de una variable viene precedida por las palabras —shared—
,

entonces se está declarando como variable compartida y se le asigna memoria de ese tipo.

Opcionalmente se puede añadir la palabra —device.. antes de ._ shared— en la declaración, y

se obtiene el mismo resultado.

En caso de que una variable éste precedida por la palabra —constant.. entonces se declara

como variable de tipo contante. Sc declaran fuera del cuerpo de las funciones. Es accesible a

todas las mallas. Todos los hilos de todas las mallas de un dispositivo acceden al mismo valor.

El tiempo de vida de este de variables es el mismo que el de la aplicación. Generalmente

son usados para variables que proporcionan valores de entrada a las funciones kernel. Las

variables constantes son alojadas cn la memoria Global.

Una variable precedida por la palabra —device— es una variable global. El acceso a este

tipo de variables es lento. Sin embargo, son visibles para todos los hilos de todos los kernels.

Su contenido persiste durante toda la aplicación. Generalmente este tipo de variables son

usadas para transmitir información de un kernel a otro [24].
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3.6 Resumen

En este capítulo se introduce a las GPUs las cuales son especiales para el cómputo intensivo,

altamente paralelo. La arquitectura GPU de NVIDIA está construida por un arreglo escalable

de SM. Un SM es un arreglo de núcleos llamados SP, los cuales realizan las operaciones

aritméticas y lógicas.

Las ventajas concretas de CUDA frente a otros tipos de programación en GPUs:

1 . Pemite realizar lecturas dispersas: se puede consultar cualquier posición de memoria.

2. Posee memoria compartida: CUDA pone a disposición del programador un área de

memoria que se comparte entre hilos (threads). Dado su tamaño y rapidez puede ser

utilizada como caché.

3. Permite lecturas más rápidas desde y hacia la GPU.

Sin embargo también presenta ciertas limitaciones porque:

1. No se puede utilizar recursividad.

2. En precisión simple no soporta números desnormalizados o NaNs.

3. Puede existir un cuello de botella entre la CPU y la GPU por los anchos de banda

de los buses y sus latencias.

4. Los hilos, deben lanzarse en grupos de al menos 32, con miles de hilos en total.

También se analiza el modelo de programación que consiste en un host (CPU y su

memoria) y uno o más dispositivos dedicados al procesamiento paralelo con muchas unidades

de ejecución aritmética, como es una GPU. El código host es C convencional (C/C++), es

compilado con el compilador normal del host y se ejecuta como cualquier programa en el

CPU. En cambio, el código del device está escrito en C convencional con extensiones (CUDA

C).

Los puntos claves para este modelo de programación son el manejo dc la jerarquía de

grupos de hilos, manejo de memorias y las barreras de sincronización.
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Resultados

4.1 Implementación en CUDA del algoritmo One Sided

de Jacobi

Para realizar las implementaciones paralelas del algoritmo en CUDA, fue necesario analizar

las dependencias de datos entre los bucles del algoritmo One Sided Jacobi. En este algoritmo,

pueden hacerse algunas observaciones importantes:

• El producto punto de las columnas i-ésima y j-ésima de la matriz U es necesario para

el cálculo de a, 0 y 7.

a El producto punto de las columnas i-ésima y j-ésima de la matriz U es necesario para

la actualización de la matriz V.

• El producto punto de las columnas i-ésima y j-ésima de la matriz U actualiza dichas

columnas en esa matriz.

Utilizando el algoritmo 5.1 de análisis de dependencias, expuesto en [25], se obtuvieron

los' siguientes vectores de dirección:

a Para las variables f/[aiij;A,][j] y U[au.rik\[Í\ es [1. 0, 0].

a Para las variables Dr[auarfc][i] y U[auxik\\j\ cs [1, 1, 0].

a Para las variables f/fauí/cjfj] y U\auxik]{i] es [1, 1, 0].

a Para las variables l/[au:rfc][-7] y U[a.uxi.k\\j\ es [0, 1, 0].
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Para el caso de la matriz V se obtienen los mismos vectores de dirección. Se aprecia que

solo existe dependencia en el nivel uno (j) y dos (i) de los bucles, así que es posible ejecutar
de manera concurrente cl bucle for perteneciente al índice auxk de esa parte del código,
como se observa en el Listado 4.1.

//Jacobi
while converge > TOL)

{

converge
= 0;

for (int j= 1 ; j < CS; j + +)

{
for(int i — 0; i < j: i + +)

{
a 7

//Calcular
ff

=

(i,j) de la submatriz ATA

for (int auxk = 0 ;auxk < RS \auxk + +) { ... }

/¡Calcular la rotación de Jacobi que diagonaliza

c = l/sqrt(l + t*t)
s = c*t

a 7

7 P

//Revisar la convergencia

//Inicializar variables

//Actualizar las columnas i y j de A-U

//Actualizar la matriz V de los vectores singulares por la derecha

for all (int auxik = 0 ; auxik < RS : auxik + +)

{
T=U [auxk}\i];
U [auxk][i] — T * c—U [auxik][j] * s;

U[auxk][j] = T * s+U [auxik][j] * c;

T — V [auxik][i];
V[auxk][i\ = T*c-V [a.uxik][j] * s\

V [auxk]\j\ = T*s+ V [auxik][j] * c:

}

50



4.1. IMPLEMENTACIÓN EN CUDA DEL ALGORITMO ONE SIDED DE JACOBI

}

}
}

Listado 4.1 Algoritmo One Sided dc Jacobi

Algunos requerimientos para la implementación cn CUDA del Listado 4.2 son:

a Una copia de la matriz U del host al device.

a Una llamada al kernel para la actualización de las matrices U y V

a Una copia del device al host de la matriz U.

La razón de que la matriz U deba copiarse de nuevo al host es que se necesita para

calcular los siguiente valores de a, P y 7. A continuación se presenta la implementación en

CUDA:

//Jacobi
while converge > TOL)

{

converge
= 0;

for ( int. j= l:j < CS; j + +)

{

for(int i = 0; i < j: i + +)

{

//Calcular
a 7

7 P
(i,j) de la submatriz ATA

for (int auxk = 0 ;auxk < RS ;auxk + +) {... }

/ /Calcular la rotación de Jacobi que diagonaliza

c = l/sqrt(l + t*t)
s = c*t

//Revisar la convergencia

// Inicializar variables

a 7

7 P
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/¡Copiar la matriz U del Host al Device

¡¡Llamada al kernel para actualizar las columnas i y j de U y V

JacobiRefresh^: gridDim, blockDim ^>(Ud, Vd, RS, CS,j, i,

c, s);

//Copiar la matriz U del Device al Host

>

}

Listado 4.2 Algoritmo One Sided de Jacobi en CUDA con poco paralelismo

Con el fín de eliminar la copia de la matriz U, el calculo de a, P y 7 se realiza en el device.

//Jacobi
while converge > TOL)

{
converge

= 0;

for (int j= 1 ;j < CS; j ++)

{

for(int i = 0; i < j; i + +)

{

//Calcular
a 7

7 0
= (i,j) -

for (intauxk = 0 ; auxk < RS; auxk + +)

{
sumalpha — swmalpha + U [auxk] [i]* U [a%ixk][i]
sumbeta = sumbeta+ U [auxk]\j]* U [auxk]\j]
sumgamma

= sumgamma+ U [auxk][i]* U[auxk]\j]
}

a 7
//Calcular la rotación de Jacobi que diagonaliza

c = \/sqrt(\ + t*t)
s = c*t

7 0
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//Revisar la convergencia

//Inicializar variables

//Llamada al kernel para actualizar las columnas i y j de U y V

JacobiRefresh <%& gridDim, blockDim ^» (Ué, Vd, RS, CS,j, i,

c, *);

}

}
>

Listado 4.3 Algoritmo One Sided de Jacobi en CUDA paralelo, versión 1

Para poder hacer uso de las librerías de CUBLAS, es necesario proporcionar como parámetros
de entrada ks vectores i y j. Dichos vectores se obtienen en el device de forma paralela.
Sin embargo, aún es necesario copiar los datos del device al host a, 0 y 7, ya que estos

se usan para revisar la convergencia y el calculo de cy s. En el Listado 4.4, se observa el

pseudo-código correspondiente:

//Jacobi
while converge > TOL)

{
converge

= 0;

for(mtj= 1 ; j < CS; j + +)

{
/or(¿ní i = 0; i < j; i + +)

{
//Llamada al kemel para obtener los vectores i y j de U

VectorIJ <%& gridDim, blockDim ^> (Ud, RS, CS,j, i,);

//Llamada a las librerias CUBLAS para obtener el producto punto de

las combinaciones de i y j de U(a, 0 y 7)

cublasSgemvQ;

//Copiar los valores a, 0 yy del Device al Host
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//Calcular la rotación de Jacobi que diagonaliza fí

c = l/sqrt(l + t*t)
s — c*t

//Revisar la convergencia

//Inicializar variables

//Llamada al kernel para actualizar las columnas i y j de U y V

JacobiRefresh «gj gridDim, blockDim 3> (Ud, Vd, RS, CS, j, i,

c, s);

}

}

}

Listado 4.4 Algoritmo One Sided de Jacobi en CUDA paralelo con el uso de las librerías

CUBLAS, versión 1

El Listado 4.5, expone la forma de ejecutar el código en forma paralela, con el lanzamiento

de dos kernel y las llamadas a las librerías CUBLAS.

//Jacobi
while converge > TOL)

{

converge
= 0;

for (int j = 1 : j < CS; j + +)

{

for(int i = 0; i < j:i + +)

/ /Llamada al kernel para obtener los vectores i y j de U

Vector 1 J <SS: gridDim, blockDim J2S> (Ud, RS, CS.j, i.);

//Llamada a las librerias CUBLAS para obtener el producto punto de

las combinaciones de i y j de U(q, ff y 7)

//Copiar los valores a, 0 y 7 del Device al Host
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//Calcular la rotación de Jacobi que diagonaliza

c = l/sqrt(l + t*t)
s = c*t

a 7

7 0

//Revisar la convergencia

//Inicializar variables

//Llamada al kernel para actualizar las columnas i y j de U y V

JacobiRefresh <^. gridDim, blockDim ^> (Ud, Vd, RS, CS,j, i,

c, s);

Listado 4.5 Algoritmo One Sided de Jacobi en CUDA paralelo, versión 1.

En el siguiente paso, se procede a implementar la sección de código secuencial con el uso

de un kernel, de esta manera no se ejecutan copias del host-device y host-device en forma

iterativa. En está implementación solo se realiza una copia al inicio y al final de cada barrido.

La implementación se expone en el Listado 4.6.

//Jacobi
while converge > TOL)

{
converge

= 0;

//Copiar el valor de converge del Host al Device

for (int j= 1 ;j < CS; j + +)

{
for(int i — 0; i < j; i + +)

{
//Llamada al kernel para obtener los vectores i y j de U

VectorIJ «£ gridDim, blockDim ^> (Ud, RS, CS,j, i, );

//Llamada a las librerías CUBLAS para obtener el producto punto de
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las combinaciones de i y j de U(a, 0 y 7)

//Llamada al kernel para calador la rotación de Jacobi que

diagonaliza I _ I
, revisar la convergencia e inicializar variables

Secuencial «C gridDiml, blockDiml 3§> (alphad, betad, gamma__,

RS, c, s, converge^)

//Llamada al kernel para actualizar las columnas i y j de U y V

JaeobiRefresh <& gridDim, blockDim ^> (Ué, Vd, RS, CS,j, i,

}

}

//Copiar el valor de converge del Device ed Host

}

Listado 4.6 Algoritmo One Sided de Jacobi en CUDA paralelo con el uso de las Ubreras

CUBLAS, versión 2

4.2 Implementación en CUDA del algoritmo modificado

One Sided de Jacobi

De acuerdo a lo visto en la sección 2.8.1, Brent y Luk modifican el orden de las rotaciones,

k> cual, hace posible calcular de manera paralela al segundo bucle correspondiente al índice

£ Igual que al algoritmo anterior, es posible ejecutar de manera concurrente el bucle for

perteneciente al índice auxk del Listado 4.7.

//Jacobi Modificado

while converge > TOL)

{
converge

= 0;

for (mt j = 0;j < CS -

1; j + +)

{
for aü(mt i = 0 ;i < RS/2_ i + +)

{
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DE JACOBI

P~min(topUxk),botUxk))
q - ma*(íop(j, *). bot(jx *))

//Calcular
Q 7

,7 P\
i (i.j) de la submatriz AT A

for (int auxk - 0 \auxk < RS \auxk + +) { ... }

o 7

.7 P.
//Calcular la rotación de Jacobi que diagonaliza

c - l/sqrt(l +t*t)
s —ot

//Revisar la convergencia

//hunalizar variables

//Actualizar las columna* iyjde A-U

//Actualizar la matriz V de los vectores singulares por la derecha

for all( int auxik — 0 ; auxik < RS ; auxik + +)
{

T « U [auxik\[p];
U [auxk][p] =T*c-U [auxik][q] * s\

U[auxk][q] - T * «+t/ [ouxifcljtj] * c;
T - V [auxtfc]|»;
V[au*/k](p) =T*c- V \auxik\[q\ * s;
V [aux*][c] = T * s-r V [au*ifc][o] * c;

}

Listado 4.7 Algoritmo modificado One Sided de Jacobi

En el Listado 4.8 se observa que se ejecutan las rotaciones del bucles del nivel 2 del índice i en

paralelo en el device. En el Listado 4.9, se muestra el código ejecutado en el device.

/ /Jacobi Modificado

while converge > TOL)

i
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}

converge = 0;

//Copiar el valor de converge del Host al Device

for ( int j = 0 ; j < CS *-

1; j + +)
{

ParallelJacobi <g: gridDim, blockDim ^> (Ud, Vd, j, converged, mbotd,

mtopd, RS, CS);

}

//Copiar el valor de converge del Device al Host

Listado 4.8 Algoritmo modificado One Sided de Jacobi CUDA paralelo

if (i < RS/2)

{

p
= min(top(j, k), bot(j, k))

q
= max(top(j, k), bot(j, fc))

//Calcular
a 7

7 ff
: (i, j) de la submatriz ATA

for (int auxk = 0 ;auxk < RS ;auxk + +) { ... }

a 7

7 ff
//Calcular la rotación de Jacobi que diagonaliza

c = í/sqrt(l + t*t)
s = c*t

//Revisar la convergencia

//Inicializar variables

/ /Actualizar las columnas i y j de A-U

//Actualizar la matriz V de los vectores singulares por la derecha

for all( int auxik = 0 ; auxik < RS ; auxik + +)

{
T = U [auxik]\p];
U [auxk]\p] = T * c-U [au:nfc][*7] * s;

U[auxk][q] = T * s+U [auxik][q] * c;
T = V [auxik)\p\;
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DE JACOBI

V[ouxfc][p] =T*c-V [auxik][q\ * s;
V [auxk][q] =T*s+V [auxik][q] * c;

}

}

Listado 4.9 Kernel del algoritmo modificado One Sided de Jacobi CUDA paralelo

Para poder ejecutar en paralelo los bucle perteneciente a los índices auxk e i, se usó el paralelismo
dinámico de CUDA. Dicha versión se presenta en el Listado 4.9.

if (i < RS/2)

{

p
= min(top(j, k), bot(j, fc))

q
= max(top(j, fc), bot(j, fc))

//Calcular A— (*>i) ¿e **a submatriz ATA

for (int auxk = 0 ;auxk < RS ;auxk + +) { ... }

tt 7

//Calcular la rotación de Jacobi que diagonaliza „

c = l/sqrt(l+t*t)
s = c*t

//Revisar la convergencia

//Inicializar variables

//Llamada al kernel para actualizar las columnas i y j efe U y V

JacobiRefresh <^. gridDim, blockDim ^> (Ud, Vd, RS, CS,j, i,

c, s);

}

Listado 4.9 Kernel del algoritmo modificado One Sided de Jacobi CUDA con paralelismo

dinámico
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4.3 Análisis de resultados

El factor de speedup (Sp) de un cómputo paralelo usando p procesadores se define por la razón:

Sp =

%, (4.3.1)

donde Ti es el tiempo obtenido del cómputo en un procesador y Tp es el tiempo obtenido del mismo

cómputo en p procesadores. En otras palabras, Sp es la relación entre el tiempo de procesamiento

secuencial y el tiempo de procesamiento paralelo. Normalmente, el algoritmo secuencial es el mejor

algoritmo conocido para un determinado problema computacional. El speedup muestra la ganancia

de velocidad de un cómputo paralelo: cuanto mayor sea Sp, es mejor.

1 < Sp < p (4.3.2)

El factor de speedup es normalmente menor que el número de procesadores debido al tiempo perdido

en sincronización, tiempo de comunicación y los encabezados (overheads) requeridos por un cálculo

paralelo [26].

Otra métrica adecuada para ser aplicada a los resultados de la implementación aqui expuesta es

la de la diferencia entre la matriz reconstruida a través de la SVD y la matriz original. Un critero

comúnmente utilizado es el del Error Cuadrático Medio (ECM). En estadística, el ECM de un

estimador mide el promedio de los errores al cuadrado. El ECM es el segundo momento (con media

cero) del error[27].

ECM = ¿EIL- y-"H (4*3-3)

A continuación se expone la comparativa de tiempos de ejecución de las diferentes

implementaciones en la Tabla 4.1 y Figura 4.1.
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Tabla 4.1: Algoritmo One Sided de Jacobi en segundos

Tamaño Original C CUDA 1-

Thread

CUDA

con poco

paralelismo

CUDA Paralelo

Cublas vl

CUDA Paralelo

Cublas v2

2 1.581e-6 6.464e-4 0.000304 0.000135 0.000127

4 2.108e-6 0.000287 0.000574 0.001447 0.001013

8 9.337e-6 0.001934 0.002294 0.006621 0.004343

16 7.047e-6 0.021654 0.015177 0.043262 0.028030

32 5.34287e-4 0.196329 0.091703 0.225645 0.186028

64 0.004201 1.756436 0.577605 1.059359 0.870518

128 0.056164 15.6378 5.648189 5.469270 4.406435

256 0.813203 151.9517 79.2202 28.1380 22.7252

512 14.0407 1339.9052 1124.4167 140.0535 108.1993

1024 183.1023 11659.9421 16824.3841 793.7578 669.6851

2048 2625.94 - - 4284.8703

4096 3543.75 - -

Algoritmo One Sided de Jacobi

10 10 10

Tamaño de la matriz con M = N

Figura 4.1: Tiempo de procesamiento promedio del algoritmo One Sided de Jacobi
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En la Tabla 4.2 y Figura 4.2, se presentan los tiempos del algoritmo modificado.

Tabla 4.2: Algoritmo modificado One Sided de Jacobi en segundos

Tamaño Original C CUDA 1-Thread CUDA Paralelo CUDA Paralelismo

dinámico

2 2.409e-6 0.000175 0.000104 0.000250

4 3.451e-6 0.000410 0.000276 0.001174

8 6.938e-5 0.002241 0.000747 0.003525

16 9.264-5 0.019743 0.003031 0.012841

32 0.000481 0.180742 0.013147 0.067346

64 0.003902 1.636088 0.071441 0.310517

128 0.051471 16.6403 0.375490 1.244183

256 0.764413 161.6956 1.882732 5.568402

512 13.4554 1348.98 8.707245 31.3752

1024 186.7523 12959.94 43.1811 210.0806

2048 2747.28 - 241.5174 1066.5438

4096 3690.22 - 259.6073 1796.5438

10

106

10a

Algoritmo modificado One Sided de Jacobi

—H—

Original C

--■-- CUDA 1-TTiread

■

ll

.

m CUDA Paralelismo Dinámico
M- ll

1o2

10°

10*

ioJ

m"6

1- -1 1

ll

*

Q
vil

1

■

\1
'ji

u

_| |
i\-
ir>

_

V

r

._! l~
a

10 10 10

Tamaño de la matriz con M = N

10

Figura 4.2: Tiempo de procesamiento promedio del algoritmomodificado One Sided de Jacobi
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Dado los resultados anteriores, los speedup para las implementaciones son las siguientes.

Speedup del algoritmo One Sided de Jacobi
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Figura 4.3: Speedup del algoritmo One Sided de Jacobi

Speedup del algoritmo One Sided paralelo de Jacobi
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Figura 4.4: Speedup del algoritmo One Sided paralelo de Jacobi
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La Tabla 4.3 presenta los ECM promedio para 2 < n < 4096. En esta Tabla se exponen los

errores obtenidos con la implementación secuencial de la descomposición SVD en lenguaje C. Sin

embargo, es importante resaltar que los ECMs para las implementaciones paralelas son los mimos

dado que simplemente las rotaciones se reagruparon para poder procesarlas en paralelo.

Tabla 4.3: Error cuadrático medio

Tamaño Original C

2 5.342e-15

4 1.546e-14

8 9.336e-14

16 6.299e-13

32 2.772e-12

64 1.105e-ll

128 4.454e-ll

256 1.843e-10

512 8.269-10

1024 3.802e-9

2048 1.653e-8 |
4096 7.249-9

La siguiente tabla muestra el número de operaciones que realiza en cada barrido la

implementación de los algoritmos One Sided de Jacobi, donde n_ es el número de barridos y

nb
=^l.

Tabla 4.4: Número de operaciones por barrido

Operación

+
-

/ X
V

n,,(4n 4* 2) nb(n+ 1) nb(A) nb(7n + 4) nb(2)

A partir de esto, es evidente que cl orden dc la complejidad del algortimo One-Sided de Jacobi

SVD es 0(n3) [15].

Una comparativa útil es tomar cn cuenta el método iterativo de Jacobi, el cual es una versión

modificada del algoritmo Two Sided dc Jacobi presentado en [3] y la tesis [28]. La importancia de

la comparación reside en que ambas implementaciones se realizan en una GPU y, específicamente,

en la misma GPU Kepler K20 para el caso de [28]. Además, ambos muestran el beneficio

de implementar versiones paralelas de algoritmos secuenciales en una GPU. Antes de exponer
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las métricas correspondientes a cada implementación, es importante hacer notar las siguientes

diferencias entre ambos algoritmos.

a El método iterativo fija el número de iteraciones para todas los tamaños de matrices, mientras

que en el algoritmo modificado One Sided el mínimo de iteraciones es n'n2~ '. Por ejemplo,

para n
= 2048, se requiren cuando menos 2096128 iteraciones para asegurar la convergencia

del algoritmo modificado One Sided y en el caso del método iterativo se encuentra fijo a 5000.

• El método iterativo tiene como entrada matrices simétricas y el algoritmo modificado One

Sided puede procesar tambiíen matrices cuadradas que no sean simétricas.

Tabla 4.5: Método iterativo de Jacobi y el algoritmo modificado de Jacobi en segundos

Tamaño Método de Jacobi One Sided de Jacobi

2 0.101175 0.000104

4 0.117555 0.000276

8 0.139743 0.000747

i 16 0.187796 0.003031

32 0.338923 0.013147

! 64 0.580741 0.071441

128 1.0683 0.375490

256 2.1156 1.882732

512 4.7006 8.707245

| 1024 12.7058 43.1811

2048 32.4045 241.5174

4096 75.6095 259.6073
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Comparación entre el método de Jacobi y el algoritmo modificado One Sided de Jacobi
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Figura 4.5: Método iterativo de Jacobi y algoritmo modificado One Sided de Jacobi

Speedup del método iterati\o y algoritmo modificado One Sided de Jacobi
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Figura 4.6: Speedup del método iterativo de Jacobi y algoritmo modificado One Sided de

Jacobi

De las tablas y figuras se obtienen los siguientes resultados.
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a El algoritmo SVD iterativo implementado en punto flotante presenta una gran estabilidad

numérica incluso para matrices de grandes dimensiones. Esto puede observarse cn la Tabla

4.3.

a Las versiones paralelas del algoritmo sin reordenamicnto cn las rotaciones no presenta una

mejora en el desempeño del procesamiento de las matrices dc los tamaños dc 2 < n < 4096,

comparada con la versión secuencial. Esto se debe al costo en tiempo de las numerosas copias

device-host. copias host-device, llamadas a librerías y lanzamientos de los kernels. Esto puede

observarse en la Figura 4.1. Debido a que se con el algoritmo One Sided de Jacobi, se obtiene

poco paralelismo es necesario cambiar el orden de las rotaciones.

a Los tiempos de procesamiento del algoritmo SVD modificado One Sided Jacobi sin paralelismo

dinámico demuestran que, de acuerdo a lo esperado, la implementación se vuelve más rápida

a medida que n incrementa. Esto puede observarse en la Figura 4.2, de donde se concluye que

es recomendable utilizarla cuando n > 128, ya que presento mejor tiempo de procesamiento

que la versión secuencial en C. Por ejemplo, para n = 2048, el speedup es w 10, tomando en

cuenta que Ti en la ec. 4.3.1 corresponde a la implementación con un thread.

• La gran cantidad de dependencias de datos presentes en el algoritmo One Sided Jacobi SVD,

impiden realizar una implementación paralela directa del mismo con un alto speedup, puesto

que solo es posible procesar de forma concurrente el bucle interno perteneciente al índice auxk.

Esto puede observarse en la Figura 4.3, donde se presenta la comparativa de las diferentes

versiones paralelas del algoritmo.

a La implementación del algoritmo modificado One Sided de Jacobi es la que presenta un speedup

más alto comparado contra la versión con paralelismo dinámico. Esto puede observarse en

la Figura 4.4 de donde se tiene que, específicamente para n = 1024, el speedup es 300.

Observando la tendencia del speedup en esta gráfica, se realizó extrapolación, la cual nos

índica que para el tamaño de n = 4096, se espera un speedup de 800.

a De acuerdo a la Tabla 4.4 y Figura 4.5, el método iterativo de [28] es más lento, para tamaños

menores n = 512 que el algoritmo modificado One Sided. Sin embargo, para tamaños mayores

a n = 256 el método iterativo es más rápido.

a En el caso del speedup, el método iterativo para n = 1024 es de 100 y el algoritmo One Sided

dc Jacobi es de 300 como se presenta en la Figura 4.6, sc observa que la tendencia sigue.

4.4 Resumen

Se presentaron en esta Capítulo la comparativa entre tiempos de procesamiento de diferentes

versiones paralelas del algoritmo SVD One Sided Jacobi, siendo la llamada One Sided paralelo

de Jacobi que no incluye paralelismo dinámico la que resultó mejor bajo el criterio mencionado. Los

resultados ratificaron que la eficiencia de las implementaciones paralelas está en relación directa
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con los tamaños de las matrices que procesan debido al overhead que se genera al utilizar los

GPUs. El problema más importante que presenta cl algoritmo One Sided Jacobi SVD cuando sc

pretende paralelizar, es que su dependencia dc datos imposibilita la aplicación directa dc técnicas dc

paralelización conocidas y es necesario aplicar una mezcla entre dichas técnicas y métodos intuitivos.
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Capítulo 5

Conclusiones y trabajo futuro

5.1 Conclusiones

A continuación se listan las conclusiones del presenta trabajo de tesis.

a El objetivo general se cumplió al exponer, en el desarrollo de todos los capítulos de la tesis, las

bases matemáticas del algoritmo SVD y el manejo del análisis de dependencias de algoritmos

secuenciales aplicados específicamente al algoritmo One Sided Jacobi, dando como resultado

diferentes versiones paralelas del mismo. Estas versiones paralelas se implementaron en

una GPU NVIDIA Kepler K20 haciendo uso del lenguaje CUDA C/C++ y exponiendo los

resultados de desempeño para cada implementación.

a El objetivo específico I se cumplió al exponer en el Capítulo 2 las expresiones matemáticas

del algoritmo SVD. También sc presentaron las aplicaciones comunes de esta técnica y

sus propiedades, mostrando así su importancia. Además, se realizó un resumen de las

aproximaciones más comúnmente utilizadas para implementar el algoritmo SVD, siendo éstas

las que incluyen las rotaciones dc Jacobi.

a El objetivo específico II se cumplió al exponer en el Capítulo 3 la arquitectura y estructura

de procesamiento paralelo de la GPU Tesla modelo K20 de NVIDIA. También se analizó

el modelo de programación basado en la interación CPU-GPU en lenguaje CUDA C/C++.

Adicionalmente, se realizó un estudio profundo del lenguaje CUDA C/C++ exponiendo así

sus características y propiedades, las cuales fundamentan la elección del mismo para los fines

de implementación que sc persiguen cn esta tesis.

a El objetivo específico III sc cumplió al exponer en cl Capítulo 4 las implementaciones del

algoritmo de Jacobi paralelo SVD cn una GPU Kepler K20 utilizando lenguaje CUDA

C/C++. Además, se presentaron resultados que demuestran que la utilización de la GPU es

adecuada para implementar este algoritmo con el fin de mejorar los tiempos de procesamiento.

Principalmente, se observa que a medida que el tamaño de las matrices incrementa, mejor
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es el desempeño de la implementación paralela en la GPU, siendo el punto inicial cuando

n>128.

5.2 Trabajo futuro

A continuación, se listan algunos puntos relacionados al trabajo futuro en esta linea de investigación.

a Implementar la versión paralela del algoritmo en la GPU utilizando las memorias Surface y

Texture paramedir su desempeño Érente a la versión utilizando la memoria Global, presentada
en esta tesis. El objetivo es que se utilicen las propiedades de dichas memorias para mejorar

ks tiempos de procesamiento del algoritmo One-sided Jacobi.

a Llevar a la implementación en la GPU utilizando lenguaje CUDA las versiones paralelas

que arroja la técnica completa de paralelización. El objetivo es verificar si la técnica de

paralelización ofrece un camino más adecuado que las aproximaciones paralelas reportadas.

a Publicación de los resultados obtenidos y reportados en la presente tesis.
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Acrónimos

CPU Unidad de Procesamiento Central

CUDA Compute Unified Device Architecture

DOF grados de libertad

ECM Error Cuadrático Medio

GPU Unidad de Procesamiento Gráfico

KLT Transformación de Karhunen Loeve

MIMO Múltiple Input Múltiple Output

NVCC NVIDIA C compiler

PCA Análisis de Componentes Principales

PDS procesamiento digital de señales

PTX Parallel Thread eXecution

QR Descomposición QR

SIMI Single-Instruction, Multiple-Thread

SM Streaming Multiprocessors

SP Streaming Processor

SPMD Programa Único dc Datos Múltiples

SVD Descomposición en Valores Singulares
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Apéndice A

Características del CPU Í7-3770

Sistema operativo Windows 7 Ultimate

Procesador Intel(R) Core(TM) Í7-3770 CPU @ 3.40GHz

Memoria RAM 8.00 GB

Bus 64-bit
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Características del GPU Tesla K20

Device 0: "Tesla K20c"

CUDA Driver versión / Runtime Versión 6.0 /5.Ó ;

CUDA Capability Major/Minor versión number 3.5

Total amount of global memory: 4096 MBytCb (•129-1967295 bvtes)

(13) Multiproccessors, (192) CUDA Cores/MP 2496 CUDA Cores»

GPU clock rate 706 MHz (0.71 GHz)

Memory clock rate 2600 MHz ZJ
Memory Bus Width 320-bit |

L2 Cache Size 1310720bytes
Máximum Terxture Dimensión Size (x,v.z) 1D=(G5536). 2D=( 65536.65536). 3D=(409G. 4096. 4096) ú

Máximum Layered ID Texture Size, (num) layers 1D=(16384). 2048 lavéis

Máximum Layered 2D Texture Size, (num) layers 2D*=(16384. 16384). 2048 lavers 1

Total amount of constant memory 65536 bvtes

Total amount of shared memory per block 49152 bytes ¡

Total number of registers available per block 65536
'

Warp size 32

Máximum number of threads per multiproccessor 2048 i

Máximum number of threads per block 1024

Max dimensión size of a thread block (x,y,z) (1024. 1024, 64)
Max dimensión size of a grid size (x,y,z) (2147483647. 65535. 65535) J
Máximum memory pitch 2147483647 bvtes

Texture alignment 512 bytes i!
Concurrent copy and kernel execution Yes. with 2 copv engine(s) jj
Run time limit ou kernels No li

Integrated GPU sharing Host memory No ¡1

Support Host pagc-lockcd memory mapping Yes jl
Alignment requirement for Surfaces Yes I

Device has ECC support Enabled |
CUDA Device Driver Mode (TCC or WDDM) TCC (Tesla Compute Cluster Driver) ;

Device supports Unified Addressing (UVA) No ¡
Device PCI Bus ID / PCI location ID 1/0

¡ Computer Mode Default (múltiple host threads can use .: cudaSetDeviceQ with device simultaneously i ¡¡
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Apéndice B

Configurar un proyecto CUDA para

usar paralelismo dinámico en Visual

Studio 2012

Paralelismo dinámico: permite la aceleración del algoritmos en la GPU. Los procesos de

la GPU pueden generar dinámicamente nuevos procesos, lo que permite a la GPU adaptarse
a los datos. Al reducir las interacciones con la CPU. el paralelismo dinámico simplifica

enormemente la programación paralela. Además, posibilita la aceleración en la GPU de un

número más amplio de algoritmos conocidos, tales como los utilizados en muchas aplicaciones
de dinámica de fluidos computacional y métodos de refinamiento adaptable dc mallas.

El paralelismo dinámico sólo es compatible con los dispositivos con capacidad dc cómputo
3.5 y superior.

A continuación se enlista la serie de pasos para configurar cl paralelismo dinámico:

Una vez que se ha creado el proyecto CUDA y configurado correctamente, se abre el

cuadro de Propety Pages.

1. En cl panel dc la izquierda despliegue CUDA C\C + + y seleccione la opción Common.

2. En cl cuadro Genérate Relocatable Device Code desplegar las opciones.

3. Seleccionar Yes(-rdc = true).
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9 s

Conírguranon: ActrvciJD-ebuaj

Common Properties

i C cntigurattcn Properhe,

OmmwI

Debugging

VC-* Dirtctorm

4 CUDAC-C--»

1 I Common |

Hort

Command Une

Lmket

CUDA Lmxx 1 1

Manifest Tool

^Ml Document Generatof

BrowM WormartKW

Build Events

Custom Build Step

Code Analysis

* | Pl-ttform- ¡*4

CUDA Toolkrt Custom Dn

Source Dependenoei

Compiler Output tobj cubm.i

Additional Include Directones

Use Host Include Oirectones

Keep Prcprocessed Files

Keep Direcloi

NVCC Compilation Type

CUDA Runtime

Target Machine Platform

Configuration Manager

SflntDir)%(Filen»me)%(tJrteniion) ob;

M

Genérate? Re-tot atable Devk e Code

Compiles the input file into an object file that contains rekxateble device code.

4. En el panel despliegue la pestaña Linker y seleccione la opción input.

5. En el cuadro de Additional Dependencies, seleccionar el icono de la flecha hacia abajo

y desplegar las opciones.

6. Haga clic en Editar.
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Pona Symbol tetarcn-ces
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■iWfiWy Lm* Pesour-re

■¿•1 tfltws

CommwnJ l«M

CUOA l*f*«

C jtfom fc*d 4e«

#taefuefcwn.je2J*I

_«j:

Lo anterior causará que se despliegue el cuadro de Additional Dependencies.

7. Hacer clic en el cuadro donde se encuentra "cudart.lib, kernel32.1ib"por mencionar
algunas y sin borrar nada, escribir ^cudadevrt.lib"

8. Hacer clic en OK en el cuadro de Additional Dependencies.

9. Hacer clic en Apply en el cuadro de Propety Pages.
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Compilar un proyecto CUDA para

usar paralelismo dinámico en Visual

Studio 2012

Abrir el cuadro de Propety Pages, para compilar con la opción Reléase:

1. En el panel de Configuration seleccionar Reléase.

2. En el panel de la izquierda desplegar CUDA C\C + + y seleccionar la opción Host.

3. En el cuadro Runtime Library desplegar las opciones.

4. Seleccionar Multi — Threaded (/MT).

5. Hacer clic en Apply en el cuadro de Propety Pages.

PiralefümcOin»mico_E(efnplol Property P»ges
V U

Confagwraborcl ll

Common Properties

i Configuration Properties

General

Debugging

VC»- Direclones

é CUDAC/C—

Common

Dev ite

1 iHotfl

Command Line

Linker

CUDA Linker

Manifest Tool

XML Document Generator

Browse Information

Build Events

Custom Build Step

Code Analysis

*] Platform: Adtv«064,

Additional Compiler Options

Pieprocessor Definitions

Use Host Preproceisor Definitions

Emulation

Genérate Host Debug Information

Use Fast Math

Opt imcatión

Basic Runtime Checks

Enable Run-Time Type Info

Aeming Level

<inhent from host>

I Multi ■ Threaded (/MT)

< mhent f rom host>

Configuration Manager

Multi -Threaded Debug (/MTd)

MuKi-Threaded DLL (/MO)

Mutti-threaded Debug DLL MD d

Single-Threaded |ML)

Smgle-Threíded Debug i'MLd¡

■ Ubrary

Specify runtime library for linking. (/Mt, /MTd /MD. /MDd /ML /MLd)

-

^GÜH

Abrir el cuadro de Propety Pages, para compilar con la opción Debug:
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1. En el panel de Configuration seleccionar Debug.

2. En el panel de la izquierda desplegar CUDA C\C + + y seleccionar la opción Host.

3. En el cuadro Runtime Library desplegar las opciones.

4. Seleccionar Multi - Threaded Debug (/MTd).

5. Hacer clic en Apply en el cuadro de Propety Pages

PiraíefismoDinamico.Ejemptol Property Pages

Confvgurationl I Debug

Common Properties

i Configuration Properties

General

Debugging

VC" Directones

s CUDACC**

Common

Device

2|h^T|
Command Line

Linker

CUDA ünker

Manifest Tool

XML Document Generator

Brovvse Information

Build Events

Custom Build Step

C ode Analysis

Platform. ¡ Acbve064)

Additional Compiler Options

Preprocessor Definitions

Use Host Preprocessor Definitions

Emulation

Genérate Host Debug Information

Use Fast Math

Optimization

Basic Runtime Checks

Enable Run-Time Type Info

Warning Level

Configuration Manager

<inherrtfromhost>

| Multi -Threaded Debug (/MTd)

«mherrt (rom host

Multi-Ttueaded (/MT)

Mutt-ThreadedDLL('MD)

Mutti-threaded Debug DLL (/MDdj

Single-Threaded (/ML)

Smgle-Thieaded Debug (/MLd)

* inhent from parent or project defsutts>

Specify runtime library for linking. (/Mt, /MTd. /MD, /MOd, /ML /MLd)

JL

>\ OK [ [ Cancel
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